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Abstrak - Sistem pendukung keputusan akademik berbasis data membutuhkan algoritma machine learning 

yang akurat, stabil, dan efisien secara komputasi. Namun, pemilihan parameter algoritma yang kurang optimal 

serta terbatasnya evaluasi komputasi pada dataset akademik berukuran kecil hingga menengah masih menjadi 

permasalahan utama dalam penelitian sebelumnya. Penelitian ini mengusulkan evaluasi dan optimasi algoritma 

Gaussian Naive Bayes (GNB) dan K-Nearest Neighbor (KNN) melalui penerapan feature engineering teknis 

dan analisis parameter K, serta perancangan arsitektur sistem yang mendukung integrasi ke Decision-Support 

System (DSS) akademik. Evaluasi kinerja dilakukan menggunakan metrik akurasi, presisi, recall, dan F1-

score. Hasil pengujian menunjukkan bahwa KNN dengan K=15 memberikan performa terbaik dengan akurasi 

sebesar 87%, presisi 0,85, recall 0,86, dan F1-score 0,86, sedangkan GNB menghasilkan akurasi 81% dengan 

keunggulan pada efisiensi komputasi. Penelitian ini menegaskan pentingnya optimasi parameter algoritma 

serta menyediakan arsitektur sistem klasifikasi yang berpotensi diimplementasikan secara near real-time dalam 

sistem pendukung keputusan akademik. 

 

Kata kunci : Machine Learning, Gaussian Naive Bayes, K-Nearest Neighbor, Klasifikasi, Data Akademik, 

Prediksi Kinerja Mahasiswa.  

 

Abstract - Data-driven academic decision-support systems require machine learning algorithms that are 

accurate, stable, and computationally efficient. However, suboptimal parameter selection and limited 

computational evaluation on small- to medium-sized academic datasets remain key challenges in existing 

studies. This research proposes a computational evaluation and optimization of Gaussian Naive Bayes (GNB) 

and K-Nearest Neighbor (KNN) algorithms through the application of technical feature engineering and 

analysis of the K parameter, along with the design of a system architecture that supports integration into an 

academic Decision-Support System (DSS). Model performance is evaluated using accuracy, precision, recall, 

and F1-score metrics. Experimental results show that KNN with K=15 achieves the best performance, with an 

accuracy of 87%, precision of 0.85, recall of 0.86, and an F1-score of 0.86, while GNB attains an accuracy of 

81% with higher computational efficiency. This study highlights the importance of parameter optimization and 

provides a classification system architecture that can be implemented in near real-time academic decision-

support systems. 

 

Keywords: Machine Learning, Gaussian Naive Bayes, K-Nearest Neighbor, Classification, Academic Data, 

Student Performance Prediction. 

 

 

I. PENDAHULUAN 
Perkembangan teknologi informasi yang sangat 

pesat telah membawa dampak positif dalam dunia 

pendidikan, terutama dalam pengelolaan dan 

analisis data akademik mahasiswa. Perguruan 

tinggi kini memiliki berbagai data penting seperti 

nilai Indeks Prestasi Kumulatif (IPK), tingkat 

kehadiran, dan aktivitas akademik mahasiswa yang 
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dapat dimanfaatkan untuk memprediksi kinerja 

akademik secara lebih akurat dan efisien. Salah 

satu pendekatan yang populer dalam analisis data 

tersebut adalah machine learning, yaitu metode 

pembelajaran ini memungkinkan sistem komputer 

untuk melakukan klasifikasi dan prediksi 

berdasarkan pola dari data historis [1]. Analisis 

data akademik dengan machine learning 

memungkinkan institusi pendidikan untuk 

memantau dan memprediksi performa mahasiswa 

secara lebih akurat. Informasi yang dihasilkan dari 

proses ini dapat digunakan untuk mendeteksi 

mahasiswa dan meningkatkan strategi 

pembelajaran, serta mendukung perencanaan 

akademik yang lebih efektif. Machine learning 

menjadi teknologi penting dalam bidang 

Educational Data Mining (EDM), yaitu proses 

penggalian pola dan pengetahuan dari data 

pendidikan untuk tujuan peningkatan mutu 

pembelajaran [2]. 

Dua algoritma machine learning yang sering 

digunakan dalam tugas klasifikasi adalah Gaussian 

Naive Bayes (GNB) dan K-Nearest Neighbor 

(KNN). Gaussian Naive Bayes merupakan 

algoritma berbasis probabilitas yang menerapkan 

teorema Bayes dengan asumsi independensi antar 

fitur serta distribusi data yang mengikuti pola 

Gaussian. Algoritma ini dikenal sederhana dan 

efisien dalam memproses dataset besar. 

Sebaliknya, K-Nearest Neighbor merupakan 

algoritma berbasis jarak yang mengklasifikasikan 

data baru berdasarkan kedekatan dengan sejumlah 

tetangga terdekat (k nearest neighbors) [3]. Metode 

klasifikasi. K-nearest neighbour (K-NN) 

digunakan memiliki akurasi yang baik dalam 

masalah klasifikasi citra dan biasa digunakan 

karena interpretasinya yang lebih mudah dan 

waktu perhitungan yang rendah. Sehingga dalam 

penelitian ini pemilihan penggunaan metode KNN 

dirasa sangat tepat dalam implementasi sistem 

pembatas jumlah penumang dalam lift, yang mana 

dalam proses perhitungannya tidak memerlukan 

waktu yang lama [4]. 

Sejumlah penelitian terdahulu menunjukkan 

bahwa kedua algoritma ini memiliki performa yang 

kompetitif dalam klasifikasi data pendidikan. 

Namun demikian, hasil akurasi yang dicapai 

seringkali bergantung pada karakteristik dataset 

dan parameter yang digunakan. Misalnya, 

penelitian oleh Rahmawati et al. (2022) 

menunjukkan bahwa KNN memiliki akurasi lebih 

tinggi dibandingkan GNB, sedangkan studi lain 

oleh Santoso dan Nurhadi (2021) menekankan 

efisiensi waktu GNB pada dataset besar [5]. 

Berdasarkan kondisi tersebut, diperlukan 

penelitian yang secara khusus membandingkan 

performa Gaussian Naive Bayes dan K-Nearest 

Neighbor dalam konteks klasifikasi data akademik 

mahasiswa, terutama untuk mengidentifikasi 

algoritma yang paling efektif dalam memprediksi 

kinerja akademik. Penelitian ini bertujuan untuk 

menganalisis tingkat akurasi, efisiensi, dan 

keandalan kedua algoritma tersebut menggunakan 

data akademik mahasiswa yang mencakup variabel 

IPK, tingkat kehadiran, dan jumlah SKS. 

Berdasarkan penelitian sebelumnya 

mengatakan bahwa Penggunaan algoritma K-NN 

sebagai Algoritma untuk pengambilan data citra 

wajah baru dalam sistem ini lebih tepat dan efisien 

karena Algoritma K-NN dapat mengatasi kendala-

kendala yang terdapat pada Algoritma YOLO. 

Sistem mampu   mengenali   wajah   mahasiswa   

dengan sangat   baik   dan   respons   yang   cepat   

dengan penggabungan algoritma YOLO (You Only 

Look Once) untuk mendeteksi wajah dan 

Algoritma K-NN (K-Nearest Neighbor) untuk 

pengenalan wajah mahasiswa [6]. 

Di antara berbagai algoritma machine learning, 

Gaussian Naive Bayes (GNB) dan K-Nearest 

Neighbor (KNN) merupakan dua metode yang 

banyak digunakan untuk tugas klasifikasi. 

Algoritma Gaussian Naive Bayes bekerja 

berdasarkan teori probabilitas Bayes dengan 

asumsi independensi antar fitur, menjadikannya 

cepat dan efisien untuk dataset berskala besar. 

Sementara itu, algoritma K-Nearest Neighbor 

mengklasifikasikan data berdasarkan kedekatan 

jarak antar titik data dan dikenal karena 

kemampuannya dalam mengenali pola non-linear 

secara fleksibel [7]. 

Dalam konteks akademik, kemampuan kedua 

algoritma ini dapat dimanfaatkan untuk 

memprediksi kinerja mahasiswa berdasarkan data 

historis seperti nilai IPK, jumlah SKS, dan tingkat 

kehadiran. Dengan demikian, pihak akademik 

dapat mendeteksi dini terhadap mahasiswa yang 

berpotensi mengalami penurunan prestasi dan 

memberikan intervensi yang tepat waktu [8]. 

Sebagian besar penelitian terdahulu belum 

mengkaji secara sistematis pengaruh optimasi 

parameter algoritma, khususnya pada metode 

klasifikasi berbasis jarak seperti K-Nearest 

Neighbor (KNN). Nilai parameter K umumnya 

ditentukan secara empiris tanpa analisis mendalam 

terhadap dampaknya terhadap akurasi, stabilitas 

model, dan kemampuan generalisasi, terutama 

pada dataset akademik berukuran kecil hingga 

menengah.  

Berdasarkan kajian terhadap penelitian 

terdahulu, ditemukan bahwa meskipun algoritma 
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Gaussian Naive Bayes dan K-Nearest Neighbor 

telah banyak digunakan dalam klasifikasi kinerja 

akademik mahasiswa, belum terdapat 

perbandingan yang komprehensif dan terstruktur 

yang mencakup aspek metode, karakteristik data, 

metrik evaluasi, serta keterbatasan komputasi dari 

masing-masing algoritma. Selain itu, penelitian 

sebelumnya umumnya belum melakukan analisis 

eksplisit terhadap optimasi parameter algoritma, 

khususnya variasi nilai parameter K pada KNN, 

serta belum mengaitkan hasil klasifikasi dengan 

perancangan arsitektur sistem yang dapat 

diintegrasikan ke dalam sistem pendukung 

keputusan akademik. Kesenjangan ini 

menunjukkan perlunya penelitian yang tidak hanya 

berfokus pada performa akurasi, tetapi juga pada 

stabilitas model, efisiensi komputasi, dan implikasi 

implementasi sistem. 

Berdasarkan gap penelitian tersebut, rumusan 

masalah dalam penelitian ini difokuskan pada 

bagaimana perbandingan kinerja Gaussian Naive 

Bayes dan K-Nearest Neighbor pada data 

akademik berukuran kecil hingga menengah, 

bagaimana pengaruh variasi parameter K terhadap 

performa KNN, serta bagaimana hasil evaluasi 

tersebut dapat mendukung perancangan sistem 

pendukung keputusan akademik berbasis 

komputasi. Sejalan dengan rumusan masalah 

tersebut, tujuan penelitian ini adalah untuk 

menganalisis dan membandingkan performa kedua 

algoritma menggunakan metrik evaluasi yang 

komprehensif, mengidentifikasi konfigurasi 

parameter K yang optimal pada KNN, serta 

merancang arsitektur sistem klasifikasi yang dapat 

diimplementasikan secara efektif dalam decision-

support system akademik. Dengan penyelarasan 

ini, penelitian diharapkan mampu memberikan 

kontribusi ilmiah yang jelas dan relevan baik dari 

sisi algoritmik maupun sistem. 

Penelitian ini bertujuan untuk menganalisis 

pengaruh optimasi parameter algoritma K-Nearest 

Neighbor (KNN), khususnya variasi nilai 

parameter K, terhadap performa klasifikasi kinerja 

akademik mahasiswa pada dataset akademik 

berukuran kecil hingga menengah. Selain 

menentukan nilai parameter K yang paling optimal 

dan stabil dalam meningkatkan akurasi, presisi, 

recall, dan F1-score, penelitian ini juga 

membandingkan performa algoritma KNN dengan 

algoritma Gaussian Naive Bayes (GNB) dari sisi 

akurasi dan efisiensi komputasi. Kontribusi 

penelitian ini terletak pada penyediaan analisis 

teknis berbasis optimasi parameter yang belum 

banyak dikaji dalam penelitian sebelumnya, serta 

pada perancangan arsitektur sistem klasifikasi yang 

didukung oleh feature engineering teknis dan 

evaluasi komputasi. Hasil penelitian ini 

memberikan dasar empiris dan teknis dalam 

pengembangan Decision-Support System 

akademik berbasis komputasi yang mampu 

mendukung pengambilan keputusan secara lebih 

akurat dan near real-time. 

 

II. METODOLOGI 
Pada tahap penelitian awal dilakukan 

pengumpulan literatur berupa konsep maupun teori 

yang berhubungan dengan beberapa rumusan 

masalah yang akan dibahas pada penelitian ini. 

Sumber literatur didapatkan dengan cara 

mengumpulkan bahan dan teori dasar yang 

berkaitan dengan penelitian. Dari literatur-literatur 

ini dipelajari mengenai konsep dasar modul yang 

digunakan pada penelitian ini. Berikut merupakan 

flowchart Penelitian yang dibuat:  

 

Gambar 1. Flowchart Penelitian 

 

Berdasarkan Error! Reference source not found. 

flowchart metodologi penelitian, proses penelitian 

diawali dengan tahap input data berupa data 

akademik mahasiswa yang mencakup nilai mata 

kuliah, kehadiran, dan indikator kinerja akademik 

lainnya. Data tersebut selanjutnya diproses pada 

tahap preprocessing, yang meliputi pembersihan 

data, penanganan nilai hilang, normalisasi fitur, 



4 
 

TELEKONTRAN: Jurnal Ilmiah Telekomunikasi, Kendali dan Elektronika Terapan 

Vol. 14, No. 1, April 2026 

 

serta penerapan feature engineering teknis untuk 

memastikan kesetaraan skala antar variabel. Data 

hasil preprocessing kemudian dibagi menjadi data 

latih dan data uji dengan rasio 70:30. Pada tahap 

training, model klasifikasi dibangun menggunakan 

algoritma Gaussian Naive Bayes dan K-Nearest 

Neighbor dengan variasi nilai parameter K, 

sebagaimana analisis yang telah dilakukan yaitu 

untuk menilai pengaruh parameter terhadap 

performa model. Selanjutnya, tahap testing 

dilakukan menggunakan data uji untuk 

menghasilkan prediksi kinerja akademik 

mahasiswa. Hasil prediksi tersebut kemudian 

dianalisis pada tahap evaluation menggunakan 

metrik akurasi, presisi, recall, dan F1-score, yang 

menjadi dasar perbandingan performa kedua 

algoritma pada Hasil dan Pembahasan. Tahap akhir 

menghasilkan output model terbaik, yaitu model 

KNN dengan nilai K optimal yang dinyatakan 

unggul berdasarkan hasil pengujian dan 

pembahasan yang telah disajikan. Gambar 2 

menunjukkan diagram arsitektur sistem klasifikasi 

kinerja akademik mahasiswa yang dirancang 

menggunakan pendekatan layered architecture, 

terdiri atas lapisan data (data layer), lapisan model 

(model layer), dan lapisan decision-support system 

(DSS) sebagai keluaran sistem. 

 

 
Gambar 2 Arsitektur Sistem Klasifikasi 

Alur kerja sistem klasifikasi kinerja akademik 

mahasiswa dimulai dari proses pengumpulan dan 

input data akademik mahasiswa ke dalam sistem. 

Data yang telah dimasukkan kemudian diproses 

pada tahap preprocessing untuk memastikan 

kualitas dan konsistensi data melalui pembersihan, 

normalisasi, serta penerapan feature engineering 

teknis. Selanjutnya, data dibagi menjadi data latih 

dan data uji untuk mendukung proses pembelajaran 

dan pengujian model. 

Pada tahap berikutnya, sistem melakukan 

proses training menggunakan algoritma Gaussian 

Naive Bayes dan K-Nearest Neighbor. Untuk 

algoritma KNN, dilakukan variasi nilai parameter 

K guna memperoleh konfigurasi model yang 

optimal. Model yang telah dilatih kemudian 

digunakan pada tahap testing untuk menghasilkan 

prediksi kinerja akademik mahasiswa. Hasil 

prediksi tersebut dievaluasi menggunakan metrik 

akurasi, presisi, recall, dan F1-score untuk menilai 

performa model secara menyeluruh. 

Tahap akhir dari alur kerja sistem menghasilkan 

output berupa model klasifikasi terbaik dan hasil 

prediksi kinerja akademik mahasiswa. Output ini 

selanjutnya diintegrasikan ke dalam sistem 

pendukung keputusan akademik berbasis 

komputasi untuk membantu pihak pengelola 

akademik dalam melakukan pemantauan dan 

pengambilan keputusan secara lebih objektif dan 

efisien. 

 

III. HASIL DAN PEMBAHASAN 
A. Deskripsi Data Penelitian  

Dalam penelitian ini digunakan data akademik 

mahasiswa yang mencerminkan capaian studi, 

yang diukur melalui IPK, tingkat kehadiran, serta 

jumlah SKS yang telah ditempuh.. Data ini 

digunakan untuk memprediksi status kelulusan 

mahasiswa, dengan dua label kelas yaitu Lulus dan 

Tidak Lulus. Data dikumpulkan dari sistem 

akademik internal dan dilakukan proses 

preprocessing untuk memastikan data bersih dan 

siap digunakan pada proses klasifikasi. Tahap 

berikutnya adalah pembagian data menjadi data 

latih dan data uji dengan proporsi masing-masing 

sebesar 70% dan 30% menggunakan pendekatan 

train-test split. 

 

B. Implementasi Algoritma 
Gaussian Naive Bayes (GNB) merupakan 

algoritma klasifikasi yang bekerja berdasarkan 

Teorema Bayes dengan asumsi bahwa setiap fitur 

bersifat independen dan mengikuti distribusi 

normal (Gaussian). Pada penelitian ini, model 
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GNB dilatih menggunakan data latih untuk 

mempelajari probabilitas setiap kelas berdasarkan 

atribut akademik mahasiswa, kemudian diuji 

menggunakan data uji. Hasil pengujian 

menunjukkan bahwa GNB memiliki efisiensi 

komputasi yang baik, namun menghasilkan nilai 

akurasi, presisi, recall, dan F1-score yang lebih 

rendah dibandingkan KNN, yang mengindikasikan 

bahwa asumsi independensi fitur kurang sesuai 

dengan karakteristik data akademik yang saling 

berkorelasi. Berdasarkan Teorema Bayes, 

Probabilitas posterios Suatu kelas Ck terhadap data 

masukan x = (x1 x2 x3…xn) didefinisikan pada 

persamaan (1). 

 

𝑃(𝐶𝑘|𝑥) =
𝑃(𝑥|𝐶𝑘)𝑃(𝐶𝑘)

𝑃(𝑥)
 … . (1) 

 

Dengan asumsi conditional independence 

antar fitur, fungsi likegood dapat ditulis, seperti 

persamaan (2). Pada Gaussian Naïve Bayes, setiap 

fitur diasumsikan mengikuti distribusi normal, 

sehingga probabilitas kondisinal dinyatakan pada 

persamaan (3). 

 

𝑃(𝐶𝑘|𝑥) = ∏ 𝑃(𝑥𝑖|𝐶𝑘)

𝑛

𝑖=1

… . (2) 

 

𝑃(𝑥𝑖|𝐶𝑘) =
1

√2𝜋𝜎𝑘,𝑖
2

exp (−
(𝑥𝑖 − 𝜇𝑘,𝑖)

2

2𝜋𝜎𝑘,𝑖
2 ) … . (3) 

Dengan: 

𝜇𝑘,𝑖 = rata-rata fitur ke-𝑖 pada kelas 𝐶𝑘 

𝜎𝑘,𝑖
2  = varians fitur ke-𝑖 pada kelas 𝐶𝑘 

Sementara itu, K-Nearest Neighbor (KNN) 

melakukan klasifikasi berdasarkan kedekatan jarak 

antar data dalam ruang fitur. Dalam penelitian ini, 

digunakan nilai k = 7 dan k = 15 yang dipilih 

berdasarkan hasil pengujian performa. Perhitungan 

jarak dilakukan menggunakan Euclidean Distance, 

dan kelas ditentukan melalui mekanisme voting 

mayoritas dari k tetangga terdekat. Berdasarkan 

hasil pengujian yang disajikan pada Bab IV, KNN 

dengan k = 15 menghasilkan performa terbaik, 

ditunjukkan oleh peningkatan akurasi, presisi, 

recall, dan F1-score yang lebih stabil dibandingkan 

k = 7. Hal ini menunjukkan bahwa penggunaan 

nilai k yang lebih besar mampu mengurangi 

pengaruh noise dan meningkatkan kemampuan 

generalisasi model pada klasifikasi kinerja 

akademik mahasiswa. 

Pada algoritma K-Nearest Neighbor, jarak 

antara dua titik data 𝐱 = (𝑥1, 𝑥2, … , 𝑥𝑛) dan 

𝐲 = (𝑦1, 𝑦2, … , 𝑦𝑛)  dihitung menggunakan 

Euclidean Distance pada persamaan (4). arak ini 

digunakan untuk menentukan 𝐾 tetangga terdekat 

dari suatu data uji. Kelas prediksi ditentukan 

berdasarkan majority voting dari kelas tetangga 

tersebut, seperti persamaan (5). Di mana 𝕀(⋅
)merupakan fungsi indikator yang bernilai 1 jika 

kondisi terpenuhi dan akan bernilai 0 jika tidak 

terpenuhi. 

 

𝑑(𝑥, 𝑦) = √∑(𝑥𝑖 − 𝑦𝑖)2

𝑛

𝑖=1

 … . (4) 

 

𝐶̂ = arg max
𝐶𝑘

∑ Π(𝐶𝑗 = 𝐶𝑘)

𝐾

𝑗=1

 … . (5) 

 

C. Hasil Pengujian Model K=7 
Pengujian dilakukan menggunakan algoritma 

K-Nearest Neighbor (KNN) dengan nilai K = 7 dan 

dibandingkan dengan Gaussian Naive Bayes 

(GNB) sebagai pembanding. Hasil akurasi dan 

metrik evaluasi lainnya disajikan pada Tabel I. 

Berdasarkan Tabel I, dapat dilihat bahwa 

algoritma KNN dengan K = 7 memperoleh nilai 

akurasi sebesar 85.60%, meningkat dibandingkan 

dengan Gaussian Naive Bayes (82.45%). 

Peningkatan akurasi ini terjadi karena pada nilai K 

= 7, model KNN mampu mencapai keseimbangan 

yang baik antara bias dan variance. Dengan jumlah 

tetangga yang tidak terlalu sedikit, model dapat 

mengurangi pengaruh noise pada data, namun tetap 

mempertahankan sensitivitas terhadap pola-pola 

lokal yang relevan. Sementara itu, algoritma 

Gaussian Naive Bayes masih memberikan 

performa yang cukup stabil namun sedikit lebih 

rendah karena asumsinya bahwa setiap fitur 

bersifat independen tidak sepenuhnya sesuai 

dengan karakteristik data akademik mahasiswa. 

 
Tabel I. Hasil Pengujian Model K=7 

Algoritma Parameter 
Akurasi 

(%) 

Presisi 

(%) 
Recall 

F1 

Score (%) 

Gaussian Naive Bayes - 82.45 81.20 82.10 81.65 

K-Nearest Neighbor K=7 85.60 84.50 85 84.70 
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Pada tahap pengujian menggunakan algoritma 

K-Nearest Neighbor (KNN) dengan parameter K = 

7, diperoleh hasil performa yang menunjukkan 

nilai akurasi, presisi, recall, dan F1-score lebih 

rendah dibandingkan pengujian dengan nilai K 

yang lebih besar, seperti K = 15. Perbedaan ini 

disebabkan oleh sejumlah faktor teknis dan 

karakteristik distribusi data pada dataset akademik 

yang digunakan. 

Selain itu, penurunan performa pada K=7 juga 

dipengaruhi oleh ketidakseimbangan distribusi 

kelas (class imbalance) yang umum terjadi dalam 

data akademik mahasiswa. Pada dataset ini, 

proporsi kelas "Baik" jauh lebih dominan 

dibandingkan kelas "Cukup" dan "Kurang". 

Dengan nilai K yang relatif kecil, KNN cenderung 

menghasilkan keputusan yang bias terhadap kelas 

mayoritas karena sebagian besar tetangga terdekat 

berasal dari kelas tersebut. Dampaknya, akurasi 

mungkin tampak cukup tinggi untuk kelas 

mayoritas, tetapi nilai recall dan F1-score untuk 

kelas minoritas mengalami penurunan signifikan. 

Fenomena ini dikenal sebagai bias terhadap 

majority class, yang merupakan salah satu 

kelemahan utama algoritma KNN pada dataset 

yang tidak seimbang. 

Dari sisi teoretis, nilai K yang terlalu kecil juga 

meningkatkan risiko overfitting terhadap data latih. 

Model akan “menyesuaikan diri” secara berlebihan 

dengan pola lokal yang mungkin tidak mewakili 

distribusi data secara keseluruhan. Akibatnya, 

model kehilangan kemampuan untuk melakukan 

generalisasi ketika dihadapkan pada data baru. 

Dalam konteks klasifikasi kinerja akademik 

mahasiswa, hal ini menyebabkan hasil prediksi 

menjadi kurang konsisten dan menurunkan 

stabilitas model. 

Sementara itu, ketika nilai K diperbesar 

menjadi K=15, performa model menunjukkan 

peningkatan yang cukup signifikan. Hal ini terjadi 

karena jumlah tetangga yang lebih banyak 

memberikan representasi yang lebih menyeluruh 

terhadap distribusi data di sekitar titik uji. Dengan 

demikian, keputusan klasifikasi yang diambil 

menjadi lebih stabil dan tidak mudah terpengaruh 

oleh noise. Peningkatan K juga membantu 

mengurangi efek ketidakseimbangan data karena 

model mempertimbangkan lebih banyak sampel 

dari masing-masing kelas, sehingga memberikan 

hasil yang lebih proporsional. Secara empiris, hasil 

pengujian menunjukkan bahwa K yang lebih besar 

mampu menghasilkan nilai akurasi dan F1-score 

yang lebih tinggi dibandingkan K yang kecil. 

Dengan demikian, dalam konteks penelitian 

ini, peningkatan nilai K memberikan efek positif 

terhadap performa klasifikasi. Namun, nilai K yang 

terlalu besar juga tidak selalu ideal karena dapat 

menyebabkan underfitting, di mana model 

kehilangan kemampuan untuk membedakan pola 

detail antar kelas. Oleh karena itu, pemilihan 

parameter K perlu dilakukan secara hati-hati 

melalui proses eksperimen dan validasi silang 

(cross-validation) untuk memperoleh 

keseimbangan optimal antara akurasi dan 

kemampuan generalisasi model. 

 

D. Hasil Pengujian Model K=15 
Setelah dilakukan pengujian menggunakan 

algoritma K-Nearest Neighbor (KNN) dengan nilai 

K = 15, diperoleh hasil akurasi seperti pada Tabel 

II.  Dari hasil Tabel II dapat dilihat bahwa KNN 

dengan K = 15 menghasilkan akurasi sebesar 

87.95%, yang lebih tinggi dibandingkan Gaussian 

Naive Bayes sebesar 82.45%. Hal ini menunjukkan 

bahwa KNN lebih mampu mengklasifikasikan data 

akademik mahasiswa secara akurat dibandingkan 

GNB pada dataset yang digunakan. Nilai akurasi 

KNN meningkat seiring dengan penambahan nilai 

K hingga titik tertentu. Pada nilai K = 15, algoritma 

KNN menghasilkan performa optimal karena 

proses voting tetangga terdekat menjadi lebih stabil 

dan mengurangi pengaruh noise pada data. 

Sementara itu, Gaussian Naive Bayes 

cenderung memiliki akurasi lebih rendah karena 

asumsi independensi antar fitur sering kali tidak 

sepenuhnya terpenuhi pada data akademik 

mahasiswa yang memiliki keterkaitan antar 

variabel (misalnya antara IPK, kehadiran, dan nilai 

tugas). Hasil pengujian algoritma K-Nearest 

Neighbor (KNN) dengan parameter K = 15 

menunjukkan peningkatan performa model yang 

cukup signifikan dibandingkan dengan pengujian 

sebelumnya menggunakan K = 7.

Tabel  II. Hasil Pengujian Model K=15 

Algoritma Parameter 
Akurasi 

(%) 

Presisi 

(%) 
Recall 

F1 

Score (%) 

Gaussian Naive Bayes - 82.45 81.20 82.10 81.65 

K-Nearest Neighbor K=15 87.95 86.70 87.20 86.90 
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Nilai akurasi, presisi, recall, dan F1-score 

mengalami peningkatan konsisten pada seluruh 

metrik evaluasi, yang menandakan bahwa model 

dengan jumlah tetangga lebih banyak mampu 

menghasilkan klasifikasi yang lebih stabil dan 

generalisasi yang lebih baik terhadap data uji. 

Secara konseptual, peningkatan nilai K dalam 

algoritma KNN mengubah cara model melakukan  

proses pengambilan keputusan. Ketika K=15, 

model tidak hanya mempertimbangkan beberapa 

titik terdekat seperti pada K=7, tetapi memperluas 

ruang pengamatan terhadap lebih banyak tetangga 

di sekitar titik uji. Hal ini membuat proses 

klasifikasi menjadi lebih representatif terhadap 

distribusi global data, mengurangi efek dari data 

yang bersifat outlier atau noise. Dengan 

mempertimbangkan lebih banyak tetangga, model 

dapat meminimalkan kesalahan klasifikasi yang 

terjadi akibat ketidakteraturan atau fluktuasi lokal 

dalam data pelatihan. 

Peningkatan nilai K juga membantu mengatasi 

masalah ketidakseimbangan kelas (class 

imbalance) yang sering dijumpai pada dataset 

akademik. Dalam konteks penelitian ini, data 

mahasiswa dengan kategori kinerja “Baik” 

cenderung lebih banyak dibandingkan dengan 

kategori “Cukup” atau “Kurang”. Ketika model 

menggunakan K yang lebih besar, proporsi 

tetangga dari setiap kelas menjadi lebih seimbang, 

sehingga keputusan klasifikasi tidak lagi terlalu 

bias terhadap kelas mayoritas. Peningkatan nilai 

recall dan F1-score mencerminkan kemampuan 

model yang semakin baik dalam mendeteksi kelas 

minoritas tanpa mengorbankan performa akurasi 

secara umum. 

Dari sisi statistik, peningkatan nilai K turut 

berkontribusi dalam mengurangi variansi model. 

Penggunaan jumlah tetangga yang lebih besar 

menghasilkan keputusan klasifikasi yang lebih 

smooth serta meminimalkan pengaruh outlier di 

sekitar data uji. Efek ini menjadikan model lebih 

robust terhadap fluktuasi kecil dalam data, 

meningkatkan stabilitas hasil klasifikasi pada 

pengujian berulang. Hal ini terbukti dari nilai 

akurasi yang naik dari 85,6% pada K=7 menjadi 

87,95% pada K=15, serta peningkatan nilai F1-

score dari 84,7% menjadi 86,9& 

Secara empiris, hasil ini menunjukkan bahwa 

model dengan K=15 mampu mengenali pola 

distribusi kinerja akademik mahasiswa dengan 

lebih konsisten. Model berhasil menyeimbangkan 

antara bias dan varians, yang merupakan dua faktor 

utama dalam teori pembelajaran mesin. Nilai K 

yang kecil menjadikan model sangat peka terhadap 

perubahan data sehingga meningkatkan varians, 

sedangkan nilai K yang besar menyebabkan model 

cenderung melakukan generalisasi berlebihan dan 

meningkatkan bias. Berdasarkan hasil eksperimen, 

nilai K = 15 memberikan trade-off terbaik antara 

bias dan varians. 

Selain itu, dari hasil evaluasi metrik presisi dan 

recall, terlihat bahwa model dengan K=15 tidak 

hanya meningkatkan kemampuan mengenali kelas 

positif, tetapi juga mengurangi jumlah kesalahan 

prediksi (false positive dan false negative). Hal ini 

penting dalam konteks sistem klasifikasi akademik 

karena kesalahan prediksi dapat berdampak pada 

pengambilan keputusan, seperti pemberian 

intervensi terhadap mahasiswa yang berisiko 

rendah padahal sebenarnya membutuhkan 

perhatian lebih. 

Secara umum, performa model KNN dengan 

K=15 memberikan gambaran bahwa algoritma ini 

mampu mencapai tingkat generalisasi yang baik 

tanpa kehilangan kemampuan membedakan antar 

kelas. Namun demikian, perlu diperhatikan bahwa 

peningkatan nilai K yang berlebihan dapat 

menurunkan ketajaman model dalam mendeteksi 

perbedaan antar kelas karena mayoritas keputusan 

akan didominasi oleh kelas dengan jumlah data 

terbanyak. Oleh sebab itu, pemilihan nilai K=15 

dapat dikategorikan sebagai hasil yang stabil dan 

optimal untuk dataset penelitian ini. 

Hasil ini sejalan dengan teori yang 

dikemukakan oleh [9], yang menyatakan bahwa 

peningkatan nilai K hingga batas tertentu dapat 

memperbaiki akurasi dan konsistensi klasifikasi 

pada data yang memiliki kompleksitas sedang. 

Dengan demikian, K=15 dianggap sebagai 

parameter optimal dalam penelitian ini untuk 

menghasilkan klasifikasi kinerja akademik 

mahasiswa yang lebih akurat dan stabil. 

 

E. Visualisasi Hasil Pengujian 
Hasil pengujian menunjukkan perbandingan 

akurasi antara algoritma Gaussian Naive Bayes dan 

K-Nearest Neighbor (KNN) dengan dua nilai 

parameter K yang berbeda, yaitu K=7 dan K=15. 

Grafik berikut memperlihatkan peningkatan 

akurasi yang signifikan seiring bertambahnya nilai 

K. Dapat dilihat bahwa algoritma Gaussian Naive 

Bayes menghasilkan akurasi sebesar 82.45%, 

sementara KNN dengan K=7 memberikan 

peningkatan menjadi 85.60%, dan KNN dengan 

K=15 mencapai akurasi tertinggi yaitu 87.95%. 

Hal ini menunjukkan bahwa penyesuaian 

parameter K berpengaruh terhadap performa model 

KNN dalam melakukan klasifikasi data akademik. 
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Gambar 3.  Perbandingan Akurasi GNB dan KNN 

 

Dari hasil yang diperoleh pada Gambar 3 dapat 

disimpulkan bahwa algoritma KNN menunjukkan 

kinerja yang lebih baik daripada Gaussian Naive 

Bayes dalam mengklasifikasikan data akademik 

mahasiswa. Temuan ini dipengaruhi oleh beberapa 

faktor pendukung seperti: Data akademik 

mahasiswa umumnya memiliki struktur yang 

kompleks dan bersifat non-linear, sehingga sulit 

dimodelkan secara optimal menggunakan 

pendekatan yang mengasumsikan distribusi 

tertentu. Dalam konteks ini, algoritma Gaussian 

Naive Bayes yang mengasumsikan distribusi 

Gaussian pada setiap fitur menjadi kurang ideal, 

sedangkan K-Nearest Neighbor yang berbasis 

pengukuran jarak mampu menyesuaikan diri 

dengan berbagai bentuk distribusi data. Selain itu, 

variabel akademik seperti nilai kehadiran, tugas, 

dan ujian menunjukkan adanya ketergantungan dan 

korelasi yang kuat antar fitur. Asumsi independensi 

fitur pada GNB membatasi kemampuannya dalam 

menangkap interaksi tersebut, sementara KNN 

secara implisit memperhitungkan hubungan antar 

fitur melalui perhitungan jarak multidimensi dalam 

ruang fitur. Hasil pengujian juga menunjukkan 

bahwa parameter K memiliki pengaruh signifikan 

terhadap kinerja KNN, di mana pada K=7 model 

cenderung sensitif terhadap pola lokal dan noise, 

sedangkan pada K=15 model menjadi lebih stabil 

dan mampu meredam variabilitas data, sehingga 

menghasilkan akurasi tertinggi sebesar 87,95%. 

Meskipun demikian, peningkatan akurasi pada 

KNN dicapai dengan konsekuensi meningkatnya 

kompleksitas komputasi, karena proses 

perhitungan jarak harus dilakukan setiap kali 

prediksi dilakukan. Sebaliknya, Gaussian Naive 

Bayes memiliki keunggulan dari sisi efisiensi 

komputasi karena hanya bergantung pada estimasi 

distribusi probabilistik, meskipun dengan tingkat 

akurasi yang lebih rendah. 

Secara teknis, perbedaan performa antara 

Gaussian Naive Bayes dan K-Nearest Neighbor 

dipengaruhi oleh karakteristik data akademik serta 

cara masing-masing algoritma memproses ruang 

fitur. Dataset akademik umumnya memiliki 

distribusi yang heterogen, berskala campuran, dan 

menunjukkan korelasi antar atribut, seperti 

hubungan antara nilai mata kuliah, kehadiran, dan 

indeks prestasi. Kondisi ini menyebabkan asumsi 

Gaussian dan independensi fitur pada GNB tidak 

terpenuhi secara optimal, sehingga model 

cenderung menghasilkan batas keputusan yang 

kurang adaptif terhadap kompleksitas data. 

Pada algoritma KNN, proses klasifikasi 

dilakukan secara instance-based, di mana 

keputusan ditentukan oleh kedekatan sampel uji 

terhadap sejumlah tetangga terdekat. Ketika nilai K 

ditingkatkan menjadi 15, model mampu 

menghaluskan batas keputusan dan mengurangi 

sensitivitas terhadap outlier serta fluktuasi lokal 

data. Secara geometris, KNN dengan K kecil 

(misalnya K=7) membentuk batas klasifikasi yang 

lebih tajam namun tidak stabil, sedangkan K=15 

menghasilkan permukaan keputusan yang lebih 

smooth dan generalizable. Hal ini tercermin pada 

peningkatan konsistensi nilai presisi, recall, dan 

F1-score pada pengujian. 

Dari sudut pandang komputasi, GNB memiliki 

kompleksitas waktu pelatihan yang rendah dan 

hampir konstan, sementara KNN tidak 

memerlukan pelatihan eksplisit tetapi memiliki 

kompleksitas inferensi yang meningkat seiring 

bertambahnya nilai K dan ukuran dataset. Oleh 

karena itu, performa teknis KNN sangat 

bergantung pada optimasi preprocessing dan 

efisiensi perhitungan jarak. [10]. 

Untuk memastikan bahwa perbedaan kinerja 

antar model tidak terjadi secara kebetulan, 

penelitian ini tidak hanya mengandalkan 

perbandingan nilai akurasi tunggal, tetapi juga 

melakukan evaluasi statistik menggunakan 

pendekatan k-fold cross-validation. Melalui 

pendekatan ini, diperoleh nilai rata-rata (mean) dan 

standar deviasi dari setiap metrik evaluasi, 

sehingga stabilitas dan konsistensi performa model 

dapat dianalisis secara lebih objektif. 

Selain itu, uji signifikansi statistik dilakukan 

untuk menguji apakah perbedaan performa antara 

Gaussian Naive Bayes dan K-Nearest Neighbor 

bersifat signifikan. Uji paired t-test dan Wilcoxon 

signed-rank test digunakan pada hasil cross-

validation, sementara uji McNemar diterapkan 

untuk membandingkan hasil prediksi kedua model 

pada data uji yang sama. Hasil pengujian 

menunjukkan bahwa perbedaan performa antara 

KNN dengan K=15 dan Gaussian Naive Bayes 

signifikan secara statistik (p-value < 0,05), 
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sehingga klaim bahwa KNN dengan K=15 

memiliki kinerja yang lebih baik dapat diterima 

secara ilmiah. Dengan demikian, keunggulan KNN 

(K=15) tidak hanya ditunjukkan oleh nilai akurasi 

yang lebih tinggi, tetapi juga didukung oleh 

analisis statistik yang memperkuat reliabilitas dan 

validitas hasil penelitian. 

 
Tabel  III. Perbandingan Kinerja Model Menggunakan k-Fold 

Cross-Validation 

Algoritma Akurasi Presisi Recall 
F1 

Score 

GNB 81.02 0.79 0.80 0.79 

KNN = 7 84.15 0.83 0.84 0.83 

KNN = 15 87.03 0.85 0.86 0.86 

 

Dari Tabel III menunjukkan Meskipun hasil 

evaluasi menunjukkan bahwa algoritma K-Nearest 

Neighbor dengan K=15 secara konsisten 

menghasilkan nilai akurasi, presisi, recall, dan F1-

score yang lebih tinggi dibandingkan Gaussian 

Naive Bayes, temuan ini perlu diinterpretasikan 

secara hati-hati. Evaluasi dilakukan menggunakan 

pendekatan k-fold cross-validation untuk 

memperoleh nilai rata-rata dan variasi kinerja 

model, sehingga memberikan indikasi awal 

mengenai stabilitas performa masing-masing 

algoritma. Uji statistik seperti paired t-test, 

Wilcoxon signed-rank test, dan uji McNemar 

digunakan sebagai analisis pendukung untuk 

mengamati kecenderungan perbedaan performa 

antar model. Hasil pengujian menunjukkan adanya 

perbedaan performa yang konsisten, meskipun 

kesimpulan ini masih bersifat indikatif dan 

bergantung pada karakteristik dataset yang 

digunakan. 

Analisis statistik dilakukan untuk 

mengevaluasi stabilitas dan konsistensi performa 

algoritma Gaussian Naive Bayes dan K-Nearest 

Neighbor pada proses klasifikasi kinerja akademik 

mahasiswa. Evaluasi dilakukan menggunakan 

pendekatan k-fold cross-validation untuk 

memperoleh nilai rata-rata (mean) dan standar 

deviasi dari setiap metrik evaluasi, yaitu akurasi, 

presisi, recall, dan F1-score. Pendekatan ini 

digunakan untuk meminimalkan bias yang dapat 

muncul akibat pembagian data latih dan data uji 

secara tunggal. 

 
Tabel  IV. Standar Deviasi Hasil Cross-Validation 

Algoritma Akurasi Presisi Recall 
F1 

Score 

GNB 1.85 0.02 0.02 0.02 

KNN = 7 1.42 0.02 0.01 0.01 

KNN = 15 1.10 0.01 0.01 0.01 

 

Dari Tabel IV nilai standar deviasi pada Tabel 

tersebut menunjukkan tingkat stabilitas performa 

masing-masing model selama proses cross-

validation. Algoritma KNN dengan K = 15 

memiliki standar deviasi paling rendah pada 

seluruh metrik evaluasi, khususnya pada akurasi 

(±1,10) dan F1-score (±0,01), yang 

mengindikasikan bahwa model ini menghasilkan 

performa yang konsisten pada berbagai subset data. 

Sebaliknya, Gaussian Naive Bayes menunjukkan 

standar deviasi yang lebih besar, terutama pada 

metrik akurasi (±1,85), yang mencerminkan 

sensitivitas model terhadap variasi data latih dan 

asumsi distribusi yang tidak sepenuhnya terpenuhi. 

KNN dengan K = 7 berada di antara kedua model 

tersebut, namun masih menunjukkan fluktuasi 

performa yang lebih tinggi dibandingkan K = 15 

akibat sensitivitas terhadap pola lokal dan noise. 

Hasil ini menegaskan bahwa peningkatan nilai K 

pada KNN tidak hanya meningkatkan akurasi, 

tetapi juga berkontribusi terhadap stabilitas model 

secara keseluruhan. 

Sebagai analisis pendukung, uji statistik non-

parametrik dan parametrik, seperti Wilcoxon 

signed-rank test dan paired t-test, digunakan untuk 

mengamati kecenderungan perbedaan kinerja antar 

model berdasarkan hasil cross-validation. Selain 

itu, uji McNemar diterapkan pada hasil prediksi 

model untuk mengevaluasi perbedaan kesalahan 

klasifikasi pada data uji yang sama. Analisis ini 

bertujuan untuk memberikan indikasi statistik 

terhadap perbedaan performa model, tanpa 

mengklaim signifikansi absolut, mengingat 

keterbatasan ukuran dan karakteristik dataset yang 

digunakan. 

 

F. Analisis Hasil Perbandingan Model 

Guassian Naïve Bayes dan K-Nearest 

Neighbor 
Dari perspektif rekayasa sistem, hasil 

penelitian ini menunjukkan bahwa pemilihan 

algoritma dan optimasi parameter memiliki 

dampak signifikan terhadap performa sistem 

pendukung keputusan akademik. KNN dengan 

nilai K yang lebih besar terbukti lebih robust 

terhadap fluktuasi data dan ketidakseimbangan 

kelas, sehingga lebih sesuai untuk 

diimplementasikan pada sistem prediksi kinerja 

akademik berbasis komputasi. 

Namun demikian, peningkatan nilai K juga 

berdampak pada meningkatnya kebutuhan 

komputasi saat proses inferensi, karena sistem 

harus menghitung jarak terhadap lebih banyak 

tetangga terdekat. Oleh karena itu, implementasi 

KNN dalam lingkungan sistem nyata perlu 
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mempertimbangkan strategi optimasi, seperti 

penggunaan data indexing, dimensionality 

reduction, atau approximate nearest neighbor, agar 

sistem tetap responsif ketika diintegrasikan ke 

dalam Decision-Support System (DSS) akademik 

[11]. 

Hasil pengujian menunjukkan adanya trade-off 

yang jelas antara akurasi dan kompleksitas 

komputasi. Gaussian Naive Bayes memiliki 

keunggulan dari sisi efisiensi waktu pelatihan dan 

inferensi karena modelnya bersifat parametrik dan 

sederhana. Akan tetapi, efisiensi tersebut dicapai 

dengan mengorbankan akurasi ketika data tidak 

memenuhi asumsi dasar algoritma. 

Sebaliknya, KNN dengan K=15 menghasilkan 

akurasi tertinggi, namun dengan kompleksitas 

komputasi yang lebih besar, terutama pada fase 

pengujian. Peningkatan nilai K memperbaiki 

stabilitas prediksi, tetapi juga meningkatkan beban 

perhitungan jarak. Oleh karena itu, pemilihan KNN 

sebagai model utama harus mempertimbangkan 

ukuran dataset, kapasitas sistem, serta kebutuhan 

respons waktu nyata. Pada dataset akademik 

berukuran kecil hingga menengah, trade-off 

tersebut masih dapat diterima karena peningkatan 

akurasi memberikan manfaat yang lebih besar 

dibandingkan tambahan kompleksitas komputasi. 

Secara keseluruhan, hasil penelitian ini 

menegaskan bahwa optimasi parameter K pada 

algoritma KNN memberikan dampak signifikan 

terhadap kualitas klasifikasi kinerja akademik 

mahasiswa. KNN dengan K=15 menunjukkan 

keseimbangan yang lebih baik antara akurasi dan 

stabilitas model dibandingkan K=7 dan Gaussian 

Naive Bayes, sehingga lebih layak 

diimplementasikan dalam sistem pendukung 

keputusan akademik berbasis kecerdasan buatan. 

Analisis kompleksitas menunjukkan adanya trade-

off yang jelas antara akurasi dan efisiensi 

komputasi. Gaussian Naive Bayes unggul dalam 

kecepatan pelatihan dan prediksi, sehingga cocok 

untuk sistem pendukung keputusan akademik yang 

membutuhkan respons cepat dan sumber daya 

terbatas. Sebaliknya, KNN—khususnya dengan 

nilai 𝐾 = 15 —menawarkan akurasi yang lebih 

tinggi dengan konsekuensi peningkatan biaya 

komputasi pada tahap prediksi. Oleh karena itu, 

pemilihan algoritma harus mempertimbangkan 

kebutuhan sistem, ukuran dataset, serta batasan 

komputasi dalam implementasi decision-support 

system akademik. 

 

IV. KESIMPULAN 
Penelitian ini bertujuan untuk menganalisis 

pengaruh optimasi parameter pada algoritma K-

Nearest Neighbor serta membandingkannya 

dengan Gaussian Naive Bayes dalam klasifikasi 

kinerja akademik mahasiswa. Hasil penelitian 

menunjukkan bahwa KNN dengan nilai K=15 

menghasilkan performa terbaik dengan akurasi, 

presisi, recall, dan F1-score yang lebih tinggi 

dibandingkan K=7 dan Gaussian Naive Bayes. 

Temuan ini menegaskan bahwa pemilihan dan 

optimasi parameter K berperan penting dalam 

meningkatkan kualitas klasifikasi data akademik. 
Kontribusi utama penelitian ini adalah penyediaan 

analisis teknis dan empiris mengenai performa 

KNN pada data akademik serta perancangan 

arsitektur sistem berlapis yang dapat mendukung 

sistem pendukung keputusan akademik berbasis 

komputasi. Keterbatasan penelitian ini terletak 

pada ukuran dan sumber dataset yang masih 

terbatas serta penggunaan algoritma klasifikasi 

yang belum beragam. Penelitian selanjutnya 

disarankan untuk memperluas dataset, 

mengeksplorasi metode klasifikasi lanjutan, serta 

mengintegrasikan sistem ke dalam decision-

support system akademik berbasis real-time. 
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