Komputika: Jurnal Sistem Komputer p-ISSN: 2252-9039
Volume 14, Nomor 1, April 2025, hIm. 87 - 93
DOI: 10.34010/ 8e86yg15

e-ISSN: 2655-3198

Prediksi Kabut Menggunakan RNN dan LSTM dengan Attention
Mechanism di Bandara Ruteng

Atri Wiujianna®', Feddy Setio Pribadi 2, Djuniadi Djuniadi 3, S. Sunarno 4, Iqbal 5

14 Program Studi Fisika, Fakultas Matematika dan IImu pengetahuan Alam, Universitas Negeri Semarang
2.3) Program Studi Teknik Elektro, Fakultas Teknik, Universitas Negeri Semarang
Kec. Gunungpati, Kota Semarang, Jawa Tengah, Indonesia 50229

5Badan Meteorologi, Klimatologi dan Geofisika

email: atriwiujianna@students.unnes.ac.id

(Naskah masuk: 24 Januari 2025; direvisi: 27 April 2025; diterima untuk diterbitkan: 30 April 2025)

ABSTRAK -Fenomena kabut menjadi tantangan signifikan dalam operasional penerbangan, terutama di wilayah
dengan topografi kompleks seperti Bandara Ruteng. Kabut tebal dapat mengurangi jarak pandang dan meningkatkan
resiko keselamatan penerbangan. Penelitian ini bertujuan untuk mengembangkan model prediksi kabut berbasis deep
learning dengan membandingkan performa Recurrent Neural Network (RNN) dan Long Short-Term Memory
(LSTM) yang diperkuat Attention Mechanism (AM). Data yang digunakan terdiri dari 61.187 entri, mencakup
parameter cuaca yang direkam setiap jam selama sepuluh tahun terakhir (2013-2023). Hasil eksperimen
menunjukkan bahwa penambahan Attention secara signifikan meningkatkan performa model. Model
RNN+Attention menjadi model terbaik dengan akurasi 0.9981, precision 0.7755, recall 0.76 dan F1-score 0.7677,
serta jumlah False Positive paling rendah. Sementara itu, model LSTM+Attention unggul dalam mengurangi False
Negative, sehingga cocok untuk sistem yang memprioritaskan deteksi kabut secara menyeluruh. Model tanpa
Attention menunjukkan recall sempurna (1.00), namun precision yang rendah menunjukkan adanya overfitting.
Secara keseluruhan, integrasi Attention Mechanism meningkatkan keseimbangan antara recall dan precision serta
keandalan model dalam menghadapi ketidakseimbangan data. Kontribusi penelitian ini adalah dapat menjadi
referensi bagi penelitian selanjutnya dalam pengembangan model prediksi cuaca berbasis kecerdasan buatan,
khususnya dalam menangani fenomena kabut.

Kata Kunci - Attention Mechanism; Long Short-Term Memory; Prediksi Kabut; Recurrent Neural Network.

Fog Prediction Using RNN and LSTM with Attention Mechanism at
Ruteng Airport

ABSTRACT - Fog phenomena pose a significant challenge in aviation operations, particularly in regions with complex
topography such as Ruteng Airport. Thick fog can reduce visibility and increase flight safety risks. This study aims to
develop a deep learning-based fog prediction model by comparing the performance of Recurrent Neural Network (RNN)
and Long Short-Term Memory (LSTM) enhanced with Attention Mechanism (AM). The dataset consists of 61,187
entries, covering hourly recorded weather parameters over the past ten years (2013-2023). The experimental results
show that the addition of Attention significantly improves model performance. The RNN+Attention model emerges as
the best-performing model with an accuracy of 0.9981, precision of 0.7755, recall of 0.76, and F1-score of 0.7677, along
with the lowest number of False Positives. Meanwhile, the LSTM+Attention model excels in reducing False Negatives,
making it suitable for systems prioritizing comprehensive fog detection. Models without Attention demonstrate perfect
recall (1.00), but their low precision indicates overfitting. Overall, the integration of the Attention Mechanism
enhances the balance between recall and precision and improves model reliability in handling data imbalance. The
contribution of this research is that it can serve as a reference for future studies in developing artificial intelligence-
based weather prediction models, particularly in addressing fog phenomena.

Keywords - Attention Mechanism; Long Short-Term Memory; Fog Prediction; Recurrent Neural Network.
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1.

Kabut merupakan salah satu fenomena atmosfer
yang kerap menimbulkan gangguan operasional di
sektor penerbangan [1] [2]. Kabut yang tebal dapat
secara signifikan mengurangi jarak pandang,
sehingga berpotensi membahayakan keselamatan
penerbangan, terutama saat proses lepas landas dan
pendaratan.  Menurut = World ~ Meteorological
Organization (WMO), kabut adalah fenomena cuaca
yang terjadi ketika tetesan air mikroskopis melayang
di udara, menyebabkan jarak pandang di permukaan
bumi berkurang secara signifikan [3].

Kabut diukur dari segi visibilitas yang diukur
menggunakan sensor jarak pandang untuk
mengukur rentang optik meteorologi yang
didefinisikan sebagai jarak yang diperlukan untuk
mengurangi fluks cahaya dalam sinar yang
dikoliminasi dari lampu pijar hingga 5% dari sinar
aslinya [4]. Partikel aerosol di udara memainkan
peran penting sebagai inti kondensasi awan, yang
dapat memengaruhi sifat mikrofisik dan radiatif
kabut [5]. Kondisi tertentu, seperti kelembaban,
lingkungan radiasi, kecepatan angin dan turbulensi,
menjadi faktor utama dalam pembentukan kabut [6].
Fenomena kabut bersifat lokal, prediksi kejadian
visibilitas rendah menggunakan prediksi cuaca
numerik menjadi proses yang kompleks. Hal ini
disebabkan oleh sensitivitas pembentukan kabut
terhadap variasi skala kecil dalam variabel atmosfer
[7]

Bandara Ruteng, yang terletak di wilayah
pegunungan, memiliki kerentanan tinggi terhadap
kabut tebal akibat perubahan cuaca yang cepat.
Kabut di area ini kerap mengurangi jarak pandang
dan meningkatkan resiko keselamatan penerbangan.
Tantangan dalam memprediksi kabut di Bandara
Ruteng menjadi semakin kompleks mengingat
pentingnya prediksi yang akurat untuk mendukung
operasional bandara. Ketepatan prediksi kabut dapat
membantu  mengurangi  resiko  penundaan,
pembatalan dan pengalihan penerbangan, yang pada
akhirnya berdampak positif pada pelayanan dan
keselamatan penerbangan [2].

Tetesan kabut dan kabut tipis cenderung
menghilangkan ion kecil (yang memberikan
konduktivitas pada udara) dari atmosfer [8]. Ketika
kelembaban relatif meningkat diatas 100%, tetesan
air mengembun pada partikel kecil seperti debu atau
garam yang tersuspensi di udara [6].

Meski demikian, prediksi kabut menjadi
tantangan besar karena sifatnya yang dinamis dan
tidak menentu. Pembentukan kabut sangat
tergantung pada pencampuran vertikal udara
atmosfer dengan kelembaban permukaan, yang
dapat berubah dalam hitungan detik [9]. Faktor
topografi lokal yang komplek juga memengaruhi
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pembentukan kabut, sehingga sulit ditangkap oleh
model prediksi cuaca numerik tradisional [6].
Metode prediksi jarak pandang tradisional, seperti
analisis statistik dan regresi, memiliki keterbatasan,
termasuk akurasi yang rendah, waktu komputasi
yang lama dan kerumitan [10].

Seiring dengan kemajuan teknologi, metode
prediksi cuaca telah berkembang pesat. Salah satu
pendekatan modern yang kini banyak digunakan
adalah kecerdasan buatan (Artificial Intelligence, Al).
Al mampu meningkatkan akurasi dan efisiensi
prediksi cuaca, termasuk fenomena kabut yang
bersifat kompleks dan dinamis. Dalam hal ini,
Machine Learning (ML) menjadi salah satu alat yang
efektif karena kemampuannya dalam memproses
data dalam jumlah besar, mengidentifikasi pola
tersembunyi, dan menghasilkan prediksi secara
cepat dibanding metode tradisional [4].

Berbagai  penelitian  telah  menunjukkan
keberhasilan ML dalam memprediksi kabut.
Misalnya, model prakiraan kabut jangka pendek
menggunakan pendekatan klasifikasi biner, multi-
kelas, dan regresi menunjukkan bahwa Multi-Layer
Perceptron (MLP), Gradient Boosting Classifier (GBC),
dan LSTM satu lapis memberikan hasil terbaik dalam
kategorinya masing-masing [4]. Selain itu, penelitian
lain menunjukkan bahwa decision free mampu
memprediksi kabut jangka pendek dengan tingkat
akurasi hingga 66% [11]. Dalam studi komparasi,
logistic regression (LR) memiliki sensitivitas lebih
tinggi pada malam hari dibandingkan random forest
(RF), meskipun secara keseluruhan kinerja RF lebih
baik [12]. Selain itu, model deep learning seperti RNN,
LSTM, dan GRU, serta kombinasi seperti
CNN1D+LSTM, juga telah berhasil digunakan untuk
memprediksi kabut tebal dan peristiwa jarak
pandang rendah akibat kabut [13][9].

Metode deep learning menjadi pilihan utama
dalam memprediksi fenomena kabut karena
kemampuannya untuk menganalisis pola data time
series yang kompleks. Dengan memanfaatkan
kemampuanadaptasi jaringan saraf dan kemampuan
pemetaan non-linear, prediksi berbasis deep learning
menawarkan pendekatan yang menjanjikan untuk
mencapai prakiraan visibilitas yang akurat dan andal
[10]. Salah satu model deep learning yang banyak
digunakan adalah Recurrent Neural Network (RNN)
dna Long Short-Term Memory (LSTM). RNN
dirancang untuk menangani data sekuensial,
sehingga cocok digunakan dalam analisis fenomena
kabut yang berubah secara temporal [2]. Sdangkan
LSTM merupakan pengembangan dari arsitektur
RNN yang diusulkan pada tahun 1997 oleh Sepp
Hochreiter dan Jurgen Scmidhuber [14]. Zang et al.
[15] mengembangkan model prediksi Recursive
Neural Network (RNN) yang dinamai SwiftRNN,
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yang mengungguli model ConvLSTM dan PredRNN
dalam skor keterampilan untuk prediksi visibilitas.

Algoritma RNN dan LSTM dengan Attention
Mechanism (AM) diterapkan untuk meningkatkan
akurasi prediksi kabut. AM membantu model untuk
memprioritaskan fitur-fitur yang memiliki korelasi
tinggi dengan pembentukan kabut, seperti
kelembapan, suhu, dan tekanan udara [16][16][9].
Pendekatan ini efektif dalam mengatasi RNN standar
dalam memahami ketergantunag jangka panjang.
Hal ini sejalan dengan penelitian sebelumnya yang
menggunakan teknik serupa untuk deteksi gejala
Covid-19 melalui data termal [17].

Penelitian ini bertujuan untuk mengembangkan
model prediksi kabut berbasis RNN dan LSTM
dengan integrasi Attention. Integrasi Attention
diharapkan mampu menangkap pola-pola mendetail
dalam pembentukan kabut. Studi ini berfokus pada
Bandara Ruteng, yang kondisi cuacanya dipengaruhi
oleh topografi dan perubahan atmosfer lokal yang
cepat. Melalui pengembangan model ini, diharapkan
prediksi kabut menjadi lebih akurat, mendukung
keselamatan penerbangan, dan meminimalkan risiko
operasional akibat gangguan cuaca.

2. METODE DAN BAHAN
Alur Penelitian ini dapat terlihat pada Gambar 1 :

> Data ™
Meteorologi

Preprocessing
Data

.| Pembagian
Dataset

v

Pelatihan
Model

L g

Evaluasi
Model

Selesai < Perbandingan |
Performa Model

Gambar 1. Diagram Alur Penelitian

DATA PENELITIAN

Lokasi penelitian ini menggunakan data cuaca
dari Badan Meteorologi, Klimatologi, dan Geofisika
(BMKG) yang diperoleh dari Stasiun Meteorologi
Ruteng, Nusa Tenggara Timur. Stasiun ini terletak
pada koordinat 08° 35' 46" LS dan 120° 28' 40" BT,
dengan ketinggian mencapai 1.143 meter di atas
permukaan laut (mdpl).

Pemilihan variabel dalam penelitian ini
didasarkan pada kajian dari penelitian sebelumnya
yang menunjukkan bahwa variabel-variabel cuaca
memiliki pengaruh signifikan terhadap fenomena
kabut [18], mengidentifikasi bahwa variabel-variabel
cuaca yang digunakan dalam penelitiannya berperan
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penting dalam memodelkan fenomena kabut.
Berdasarkan temuan tersebut, penelitian ini juga
menggunakan variabel cuaca yang sama, seperti
tercantum pada Tabel 1.

Table 1. Variabel Cuaca

Parameter Kode
Suhu Bola Kering tt
Suhu Bola Basah tw
Titik Embun td
Jarak Pandang Vv
Kelembaban rh
Tutupan Awan n
Arah Angin dd
Kecepatan Angin ff
Kondisi Cuaca wWw

Proses pembentukan kabut memerlukan kondisi
udara yang stabil, angin yang tenang dan
kelembaban relatif yang tinggi. Arah angin
dipertimbangkan oleh faktor cuaca lokal. Langit
cerah juga merupakan faktor pembentuk kabut
terutama kabut radiasi. Jarak pandang rendah adalah
dampak dari fenomena kabut sehingga variabel ini
perlu dipantau [18].

Variabel-variabel =~ yang digunakan dalam
penelitian ini direkam setiap jam selama periode 1
Januari 2013 hingga 31 Desember 2023. Selama
periode tersebut, data yang terkumpul mencakup
61187 baris dan 10 kolom, yang merepresentasikan
berbagai parameter cuaca secara terperinci untuk
analisis lebih lanjut. Jumlah data dari beberapa
parameter cuaca terdapat pada Tabel 2.

Table 2. Jumlah Data

Parameter Jumlah Data
Date 61187
Suhu Bola Kering 61172
Suhu Bola Basah 61170
Titik Embun 61167
Jarak Pandang 61158
Kelembaban 61167
Tutupan Awan 61098
Arah Angin 61167
Kecepatan Angin 61149
Kondisi Cuaca 61048
DATA PREPROCESSING

Sebelum dilakukan pembentukan model RNN
dan LSTM, terlebih dahulu melakukan preprocessing
data seperti data cleaning, menambah kolom, statistik
deskriptif, korelasi data dan normalisasi data.
Preprocessing data dilakukan untuk mengubah data
mentah menjadi data yang bersih dari noise dan siap
digunakan sebagai input dalam proses machine
learning [19]. Tahap pertama pada proses
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preprocessing data dilakukan untuk mengubah data
mentah menjadi data yaitu data cleaning yang
merupakan penyaringan data untuk memperbaiki
data yang terdapat missing value.

Berbagai Teknik penanganan data yang hilang
(missing value) telah banyak dikembangkan dalam
penelitian, seperti penghapusan data (deletion),
imputasi nilai rata-rata (mean imputation), imputasi
median dan regresi. Dalam penelitian ini, peneliti
menggunakan Teknik interpolasi untuk menangani
data yang hilang. Pemilihan Teknik ini didasarkan
pada kemampuannya untuk memperkirakan nilai
berdasarkan pola data sekitar, sehingga dapat
mempertahankan kontinuitas dan keakuratan
dataset.

Setelah dilakukan proses interpolasi, dataset
menjadi lengkap dengan total 61187 data untuk
setiap parameter cuaca yang digunakan dalam
penelitian.

Proses kedua, dilakukan penambahan kolom baru
dalam dataset untuk mengelompokkan data ke
dalam dua kategori, yaitu fog dan tidak fog. Proses
klasifikasi didasarkan pada data present weather, yaitu
data yang merepresentasikan kondisi cuaca saat
pengamatan dilakukan. Klasifikasi ini tidak hanya
bersifat deskriptif tetapi juga berfungsi sebagai dasar
dalam membangun model prediksi kabut.

Mengacu pada peraturan resmi yang ditetapkan
oleh BMKG, fenomena fog atau kabut diidentifikasi
menggunakan kode present weather [20].

Tahap ketiga adalah melakukan analisis statistik
deskriptif untuk memberikan gambaran umum
mengenai distribusi, karakteristik, serta
kecenderungan data. Analisis ini mencakup nilai
rata-rata (mean), nilai minimum, kuartil pertama
(25%), nilai tengah (median), kuartil ketiga (75%), nilai
maksimum dan standar deviasi. Selanjutnya,
dilakukan visualisasi distribusi data untuk
mengetahui pola distribusi dari setiap fitur yang
dipilih.

Tahap keempat adalah melakukan analisis
korelasi data untuk menghitung hubungan antar
fitur numerik dalam dataset. Proses ini menghasilkan
sebuah matriks korelasi, di mana setiap elemen
dalam matriks merepresentasikan koesfisien korelasi
Pearson antara dua fitur. Matriks korelasi ini
memberikan informasi mengenai kekuatan dan arah
hubungan antara fitur-fitur numerik dalam dataset,
sehingga mempermudah identifikasi fitur-fitur yang
memiliki hubungan yang signifikan atau redundansi
data yang perlu diperhatikan dalam analisis lebih
lanjut.

Tahap kelima yaitu normalisasi data, yaitu teknik
pengskalaan atau pemetaan data ke dalam rentang
tertentu. Salah satu metode yang sering digunakan
dalam proses ini adalah min-max normalization.
Proses normalisasi data ini bertujuan untuk
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mengubah nilai-nilai dalam dataset ke dalam rentang
0 hingga 1, seperti yang dinyatakan dalam referensi
[21]. Normalisasi data dilakukan menggunakan
persamaan (1).

Xi— Xmin

Xnorm,i =

;i=1,2,3,...,t (1)

Xmax — Xmin

Dimana x,,, merupakan nilai normalisasi, X,
merupakan nilai maksimum dari keseluruhan data,
dan x,;, merupakan nilai minimum dari
keseluruhan data, x; merupakan nilai data asli.
Metode ini memastikan bahwa semua nilai berada
dalam rentang 0 hingga 1.

PEMBAGIAN DATA

Setelah proses data cleaning, menambahan kolom,
analisis statistik deskriptif, korelasi data dan
normalisasi data selesai dilakukan, langkah
selanjutnya adalah proses data split atau pembagian
data. Proses ini dilakukan dengan membagi dataset
menjadi dua bagian, yaitu data training dan data
testing. Data training digunakan untuk melatih
model agar mampu mengenali pola dalam dataset,
sedangkan data testing digunakan untuk
mengevaluasi performa model pada data yang belum
pernah dilihat sebelumnya. Data tersebut dibagi
dengan rasio 80% untuk data training dan 20% untuk
data testing.

Table 3. Pembagian Data Training dan Data Testing

Persentase
80% :20%

Data Training
48949

Data Testing
12238

Tabel 3. Menunjukkan pembagian dataset
menjadi data training dan testing dengan data
training (80%) sebanyak 48949 data digunakan untuk
melatih model prediksi kabut. Data ini mencakup
mayoritas dataset yang bertujuan untuk membantu
model memahami pola dan hubungan antara
variabel input dengan target yang akan diprediksi.
Data testing (20%) sebanyak 12238 data digunakan
untuk menguji kinerja model yang telah dilatih. Data
ini digunakan untuk mengevaluasi kemampuan
model dalam membuat prediksi pada data baru
selama proses pelatihan.

PELATIHAN MODEL

Dalam penelitian ini, digunakan empat model
deep learning untuk melakukan prediksi kejadian
kabut di Bandara Ruteng. Keempat model tersebut
adalah RNN, RNN dengan Attention Machanism,
LSTM, dan LSTM dengan Attention Mechanism.

Model RNN dan LSTM masing-masing
menggunakan satu lapisan utama (SimpleRNN dan
LSTM) dengan 64 unit neuron dan fungsi aktivasi
tanh, serta diikuti satu lapis Dense dengan aktivasi
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sigmoid untuk prediksi biner. Untuk attention
mechanism, digunakan layer attention custom yang
menghitung attention weight pada setiap time-step
keluaran dari layer RNN atau LSTM, Ilalu
menghasilkan context vector yang diproses lebih
lanjut melalui layer Dense.

Setiap model dilatih selama 50 epoch dengan
ukuran batch 32, menggunakan fungsi loss binary
crossentropy dan optimizer Adam. Proses pelatihan
model Terdapat pada Gambar 2 berikut:

Gambar 2. Pelatihan Model

Pengaturan hyperparameter terlihat seperti pada
Tabel 4.

Table 4. Hyperparameter Algoritma

Hyperparameter Nilai
Unit RNN/LSTM 64
Unit Attention Layer 32
Epochs 50
Batch Size 32
Optimizer adam

Loss Function binary_crossentropy

EVALUASI MODEL

Dalam penelitian ini, evaluasi kinerja model yang
digunakan adalah confusion matrix, accuracy, precision,
recall dan F1-Score. Confusion matrix yang digunakan
adalah confusion matrix biner, dimana hanya ada dua
kelas yaitu kelas positif dan kelas negatif [22]. Nilai
accuracy, precision, recall dan F1-Score dapat dihitung
menggunakan persamaan berikut

TP+TN
accuracy = ————— 2
TP+TN+FP+FN
. TP
precision = ——— 3)
Recall = —— 4)
TP+TN
F1=2x 22X ()
P+R

Proses evaluasi model terlihat pada Gambar 3
berikut ini :

# Evaluate the model

y_pred_probs = model .predict(X_test_reshaped}

y_pred = (y_pred_probs » 8.5).astypeiint

Bceuracy = Bcguracy_scorely_test, y_pred
racy:", accuracy

Gambar 3. Evaluasi Model
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3.

HASIL

Hasil dari pengujian eksperimen ditampilkan
dalam grafik loss dan akurasi pada data pelatihan
maupun validasi selama 50 epoch. Pada Gambar 4,
menunjukkan bahwa loss pada data pelatihan dan
validasi turun tajam hingga epoch ke 10, kemudian
stabil meskipun terdapat sedikit fluktuasi pada loss
validasi. Akurasi meningkat tajam dan stabil
mendekati 0.99 setelah sekitar 10 epoch.

HASIL DAN PEMBAHASAN

RNN - Loss RNN - Accuracy

— Training Lass.
Validation Loss

010 \ ;

\ 082 J

paaV

—— Training Accuracy
validation Accuracy

o 10 20 30

Gambar 4. Grafik Loss dan Grafik Accuracy pada Model
RNN

a0 50 0 10 20 30 40 50

Pada model RNN-+Attention (Gambar 5), loss
pelatihan turun drastis di awal dan kemudian sangat
kecil serta stabil, diikuti oleh loss validasi yang juga
sangat rendah dan stabil. Akurasi pelatihan dan
validasin sangat tinggi (mendekati 0.996), dan saling
berdekatan sepanjang epoch.

RNN + Attention - Loss RNN + Attention - Accuracy

— Thaining Loss.

Validation Loss =

0,995

0,990

0.985

0.980

0.975

0870 —— Training Accuracy

0.965

A

Validation Accuracy

] 10 20

Gambar 5. Grafik Loss dan Grafik Accuracy pada Model
RNN+Attention

30 a0 50 0 10 20 30 40

Grafik loss dan accuracy pada Model LSTM
(Gambar 6) menunjukkan pola loss mirip dengan
RNN, yaitu penurunan tajam di awal dan stabil
setelah sekitar 10 epoch. Akurasi meningkat tajam dan
mencapai hampir 0.995, dengan jarak kecil antara
akurasi pelatihan dan validasi.

LSTM - Loss LSTM - Accuracy

50

— Thaining Loss.
Validation Loss

—— Training Accurac:

gAY

P—

validation Accuracy

] 10 20 an 50 0

Gambar 6. Grafik Loss dan Grafik Accuracy pada Model
LSTM

30 10 20 0 40

50
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LSTM + Attention - Loss LSTM + Attention - Accuracy

— Training Lass.
Validation Loss

-

097
0.96

014
012
010

Gambar 7. Grafik Loss dan Grafik Accuracy pada Model
LSTM+Attention

—— Training Accuracy
validation Accuracy

Bf—

10 20 30 an 50 0 10 20 30 40 50

Gambar 7 menunjukkan loss pelatihan dan
validasi yang sangat rendah dan stabil sejak awal
epoch. Akurasi sangat tinggi dan stabil sejak awal
pelatihan, mendekati angka 1.0 (100%), grafik
pelatihan dan validasi nyaris tumpang tindih.

Table 5. Perbandingan Metrik Evaluasi Model (Accuracy,
Precision, Recall, F1-Score)

Model Accuracy Precision Recall Sf(l);e
RNN 0.9934 0.3817 1.00  0.5525
RNN+Attention 0.9981 0.7755 076  0.7677
LST™M 0.9943 0.4167 1.00  0.5882
LSTM+Attention  0.9977 0.6774 0.84  0.7500

Table 6. Detail Confusion Matrix Model (TN, FP, FN, TP)

Model TN FP FN TP
RNN 12107 81 0 50
RNN+Attention 12177 11 12 38
LSTM 12118 70 50
LSTM+Attention 12168 20 42
Tabel 5. dan Tabel 6. menunjukkan

perbandingan model. Dari tabel terlihat bahwa
semua model memiliki akurasi tinggi (>99%), dengan
RNN+Attention paling tinggi (0.9981). Namun,
akurasi saja tidak cukup karena dataset tidak
seimbang. Nilai precision untuk RNN+Attention
unggul (0.7755) dan model ini paling sedikit
memprediksi False Positive (FP), RNN dan LSTM
tanpa Attention memiliki precision rendah (0.42), dan
menunjukan banyak FP.

Recall untuk RNN dan LSTM tanpa Attention
mencapai recall sempurna (1.00) karena tidak ada
False Negative (FN), tetapi hal ini mungkin karena
overfitting. Model dengan Attention lebih seimbang
(recall 0.76-0.84). RNN+Attention memiliki FI-Score
tertinggi (0.7677), diikuti LSTM+Attention (0.7500).
F1-Score rendah pada RNN dan LSTM tanpa
Attention, hal ini menunjukkan ketidakseimbangan
antara precision dan recall.
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Hasil penelitian menunjukkan bahwa keempat
model menunjukkan performa yang baik, namun
model dengan Attention baik pada RNN maupun
LSTM menunjukkan loss yang lebih rendah dan
akurasi yang lebih tinggi secara konsisten.

Attention mechanism secara signifikan
meningkatkan kualitas prediksi model. Tanpa
Attention, model RNN dan LSTM memang mencapai
recall sempurna (1.00) dengan False Negative (FIN)=0,
tetapi precision yang sangat rendah (0.38-0.42)
menunjukkan banyaknya False Positive (FP=70-81).
Sebaliknya, dengan penambahan Attention, precision
meningkat drastis (0.68-0.78) karena False Positive
(FP) turun tajam (11-20), walaupun recall sedikit
menurun (0.76-0.84) dengan adanya beberapa False
Negative (FN)=8-12.

RNN+Attention menjadi model terbaik dengan
F1-Score tertinggi (0.7677) dan akurasi 0.9981, karena
keseimbangan antara precision (0.7755) dan recall
(0.76), serta False Positive (FP)=11. Sementara itu,
LSTM+Attention bagus dalam mengurangi FN
(hanya 8) dengan FI-Score 0.75, cocok untuk kasus
yang lebih menghindari False Negative.

4. KESIMPULAN

Penelitian ini menunjukkan bahwa model
prediksi kabut berbasis Recurrent Neural Network
(RNN) dan Long Short-Term Memory (LSTM) dengan
integrasi  Attention = Mechanism  menunjukkan
performa yang lebih unggul dibandingkan model
tanpa Attention. Hasil eksperimen menunjukkan
bahwa RNN+Attention menjadi model terbaik
dengan akurasi (0.9981), precision (0.7755), dan FI-
Score (0.7677), serta mampu meminimalkan
kesalahan prediksi False Positive (FP=11). Sementara
itu, LSTM+Attention lebih unggul dalam mengurangi
False Negative (FN=8), sehingga cocok untuk aplikasi
yang memprioritaskan deteksi kabut secara
menyeluruh. Meskipun model tanpa Attention
seperti RNN dan LSTM standar mencapai recall
sempurna  (1.00), tingginya  False  Positive
menunjukkan adanya overfitting, sehingga kurang
efektif untuk prediksi praktis.
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