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ABSTRAK - Pemutihan karang (coral bleaching) merupakan masalah lingkungan yang serius, disebabkan oleh stres
lingkungan seperti kenaikan suhu air laut, yang mengakibatkan hilangnya simbiosis alga pada karang. Namun,
prediksi pemutihan karang masih menghadapi berbagai tantangan, seperti kompleksitas kondisi lingkungan,
ketidakpastian faktor-faktor penyebab, dan keterbatasan data yang akurat dan konsisten. Selain itu, pengelolaan data
dalam jumlah besar serta efisiensi pelatihan model prediktif dengan dataset yang kompleks menjadi hambatan yang
signifikan. Penelitian ini mengkaji penerapan komputasi paralel dalam pengembangan model prediktif Random
Forest untuk memprediksi peristiwa pemutihan karang berdasarkan data lingkungan seperti suhu permukaan laut
(5ST), anomali suhu permukaan laut (SSTA), kedalaman, dan koordinat lokasi. Penggunaan komputasi paralel
bertujuan untuk meningkatkan efisiensi dalam melatih model dengan memanfaatkan prosesor multi-core, yang
mampu mempercepat waktu eksekusi. Selain itu, Grid Search dan Cross Validation juga dilakukan guna menguji
efisiensi paralelisasi pada tugas yang lebih berat sekaligus mengoptimalkan performa model. Hasil penelitian
menunjukkan bahwa model ini mampu mencapai akurasi prediksi sebesar 95,19% dengan nilai R-squared 0,685.
Penerapan komputasi paralel juga menunjukkan pengurangan waktu komputasi, meskipun tidak selalu linier karena
adanya overhead dalam pengelolaan tugas paralel. Penelitian ini diharapkan dapat mendukung upaya konservasi
terumbu karang dengan menyediakan model prediktif yang lebih cepat dan akurat.

Kata Kunci - Komputasi Paralel; Random Forest; Pemutihan Karang.

Optimizing Random Forest Model for Coral Bleaching Prediction with
Parallel Computing Implementation

ABSTRACT - Coral bleaching is a critical environmental issue caused by environmental stressors, such as rising sea
temperatures, which result in the loss of algae symbiosis within corals. However, predicting coral bleaching remains
challenging due to the complexity of environmental conditions, the uncertainty of contributing factors, and the limited
availability of accurate and consistent data. Additionally, managing large datasets and ensuring efficient training of
predictive models with complex datasets pose significant challenges. This study explores the application of parallel
computing in developing a predictive Random Forest model to forecast coral bleaching events based on environmental
data, including sea surface temperature (SST), sea surface temperature anomalies (SSTA), depth, and location
coordinates. Parallel computing is employed to enhance efficiency in training the model by utilizing multi-core
processors to accelerate execution time. Furthermore, Grid Search and Cross Validation are performed to evaluate the
efficiency of parallelization for more computationally demanding tasks while optimizing model performance. The
results demonstrate that the model achieves a prediction accuracy of 95.19% with an R-squared value of 0.685. The
application of parallel computing also shows a reduction in computation time, although not always linear due to the
overhead associated with task management. This research is expected to support coral reef conservation efforts by
providing a faster and more accurate predictive model.

Keywords - Parallel Computing; Random Forest; Coral Bleaching.
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1. PENDAHULUAN

Coral  bleaching atau  pemutihan karang
merupakan peristiwa ekologis yang terjadi ketika
karang mengeluarkan alga simbiotik zooxanthellae,
yang berfungsi dalam fotosintesis dan memberikan
warna serta energi bagi karang [1, 2]. Pemutihan ini
disebabkan oleh faktor stres lingkungan, khususnya
suhu air laut yang meningkat, yang mengakibatkan
karang kehilangan simbiosis alga tersebut [3], [4].
Terumbu karang memiliki peran penting dalam
ekosistem laut, menjadi habitat bagi berbagai spesies
laut dan mendukung perekonomian pesisir melalui
perikanan dan pariwisata. Namun, ekosistem ini
semakin terancam oleh tekanan lingkungan, seperti
peningkatan suhu permukaan laut (Sea Surface
Temperature atau SST) dan anomali suhu permukaan
laut (Sea Surface Temperature Anomalies atau SSTA)[5].
Pemutihan karang, yaitu fenomena hilangnya alga
simbiotik pada karang akibat stres lingkungan,
menjadi indikator utama degradasi ekosistem [6].
Jika kondisi tersebut berlangsung lama, pemutihan
karang sering kali berujung pada kematian karang
[7].

Kemajuan teknologi machine learning telah
memungkinkan pengembangan model prediktif
untuk menilai kemungkinan dan tingkat pemutihan
karang berdasarkan parameter lingkungan tertentu
[8]. Studi tentang pemutihan karang menjadi
semakin relevan untuk memahami pola-pola
pemutihan dan mengambil langkah mitigasi yang

tepat. Dalam hal ini, pendekatan berbasis
pembelajaran mesin  (machine learning) telah
berkembang sebagai alat yang efektif untuk

memprediksi kejadian pemutihan karang [9]. Salah
satu model yang sering digunakan adalah Random
Forest, yang terkenal dengan keakuratan dan
kemampuannya dalam menangani data dengan
dimensi tinggi[10]. Random Forest adalah algoritma
machine  learning  berbasis  ensemble  yang
menggabungkan beberapa pohon keputusan untuk
meningkatkan akurasi prediksi. Model ini bekerja
dengan cara membuat pohon-pohon keputusan
secara independen pada subset data yang berbeda,
kemudian menghasilkan prediksi berdasarkan
agregasi hasil seluruh pohon [11], [12]. Keunggulan
Random Forest terletak pada kemampuannya untuk
menangani fitur dengan hubungan non-linear,
sekaligus mengurangi risiko overfitting melalui
mekanisme bootstrap sampling [13].

Sebuah studi yang menguji 39 model machine
learning menemukan bahwa random forest regressor
adalah model yang paling efektif untuk
memprediksi persentase pemutihan karang. Model
ini mencapai nilai R-squared sebesar 0,25 dan root
mean squared error (RMSE) sebesar 7,91 [14]. Dengan
tingkat akurasi sebesar 96%, model random forest

menunjukkan potensi besar dalam menghasilkan
prediksi ~ yang  andal, terutama  dalam
mengidentifikasi hubungan kompleks antara
variabel lingkungan seperti SST, SSTA, lokasi
geografis, kedalaman, dan koordinat. Namun, proses
pengembangan dan training model pembelajaran
mesin seringkali membutuhkan waktu komputasi
yang besar, terutama ketika dataset yang digunakan
berukuran besar dan kompleks [15].

Dalam penelitian ini, komputasi paralel
diterapkan  untuk  meningkatkan  efisiensi
pengolahan data dan training model. Komputasi
paralel memungkinkan pembagian tugas secara
bersamaan ke beberapa prosesor atau inti CPU [16].
Teknik ini sangat berguna dalam proses training
Random Forest karena tiap pohon keputusan dapat
dibuat secara independen, sehingga cocok untuk
pemrosesan paralel [17]. Dengan menggunakan
perangkat keras multi-core, komputasi paralel
mampu mengurangi waktu eksekusi secara
signifikan, memungkinkan analisis lebih cepat
terhadap dataset besar.

Penelitian ini bertujuan mengembangkan model
prediksi pemutihan karang berbasis Random Forest
menggunakan  komputasi  paralel  dengan
memanfaatkan dataset dari Global Coral Bleaching
Database (GCBD) [18] dan NOAA Coral Reef Watch
(CRW) [19, 20]. Pendekatan ini diharapkan tidak
hanya memberikan model prediksi yang akurat,
tetapi juga mempercepat analisis, mendukung upaya
konservasi terumbu karang secara lebih efisien.

2. METODE DAN BAHAN

Dalam penelitian ini, beberapa tahapan akan
dilalui, mulai dari pemilihan dataset hingga evaluasi
model yang dihasilkan. Setiap tahapan tersebut akan
dijelaskan secara rinci pada bagian-bagian berikut.
Alur dari keseluruhan proses penelitian ini dapat
dilihat pada Gambar 1.

lobal Bleaching
Dataset
Praproses Data
Data Bleaching
Terproses
Data Training / / Data Testing
Training Random
Forest Model Evaluasi Model
Grid Search
v
Penggabungan Inferensi Data Global
Dataset Terkini

1 i

Dataset ( Selessi )

Temperatur
Gambar 1. Metode Penelitian
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Dataset

Penelitian ini menggunakan dua sumber data
utama yang berkaitan dengan pemutihan karang,
yaitu GCBD dan data suhu permukaan laut dari
NOAA CRW. Dataset GCBD [18] diperoleh dari
Biological and Chemical Oceanography Data
Management Office (BCO-DMO). Dataset ini
mengandung observasi sejak 1980 hingga 2020 untuk
berbagai peristiwa coral bleaching dan parameter
pada saat peristiwa tersebut terjadi, yang
memungkinkan model menangkap pola jangka
panjang. Berdasarkan analisis statistik yang
dilakukan oleh Madireddy, dkk. [1] pada dataset ini,
ditemukan bahwa SST, SSTA (selisih dari nilai SST
yang diamati dengan nilai SST yang diharapkan),
garis bujur, garis lintang, dan kedalaman koral di
bawah permukaan air merupakan fitur yang paling
berkorelasi dengan pemutihan karang.

Selain dataset GCBD, data temperatur (SST dan
SSTA) [19, 20] yang didapatkan dari NOAA CRW
juga digunakan. NOAA CRW merupakan
pengamatan global terkait heat stress yang
menyebabkan pemutihan karang. Pengamatan ini
dilakukan setiap hari menggunakan satelit dengan
resolusi 5 km atau 0.05 derajat. Resolusi yang cukup
detail dan area pengamatan yang luas menjadikan
dataset ini cocok untuk digunakan dalam kasus yang
diteliti. Data ini digunakan untuk mendapatkan
pengamatan global terkini dari parameter SST dan
SSTA, tepatnya pada tanggal 1 Desember 2024.

Praproses Data

Tahap-tahapan dalam praposes data yang
dilakukan, serupa dengan yang dilakukan oleh
Madireddy et al. [1]. Langkah pertama adalah
melakukan seleksi data berdasarkan tahun
pengamatan, tahun dengan total pengamatan yang
sedikit akan dihapus. Selanjutnya, pemilihan kolom
dilakukan untuk menentukan fitur dan target yang
relevan. Berdasarkan analisis komponen utama dan
korelasi linear pada dataset yang dilakukan oleh
penelitian terdahulu [1], ditemukan bahwa kolom
ClimSST (suhu permukaan laut), SSTA (anomali
suhu permukaan laut), Depth_m (kedalaman koral),
Latitude_Degrees (lintang lokasi), dan
Longitude_Degrees (bujur lokasi) memiliki korelasi
signifikan terhadap pemutihan karang. Kelima
parameter ini dipilih sebagai variabel independen,
sedangkan Percent_Bleaching (persentase
pemutihan karang pada area observasi) digunakan
sebagai variabel dependen.

Proses pembersihan data dilakukan dengan
menghapus baris-baris record yang memiliki nilai
kosong dan memperbaiki tipe data yang tidak sesuai
seperti data integer atau character yang terbaca
sebagai object. Selain itu, data pengamatan dengan
nilai SSTA negatif juga dihapus. Nilai SSTA negatif

menunjukkan kondisi suhu yang lebih rendah dari
rata-rata  klimatologi, yang cenderung tidak
menyebabkan coral bleaching. Penghapusan ini
dilakukan untuk menghindari bias dalam analisis.

Training Model Random Forest

Sebelum melakukan training, dataset yang sudah
diproses dibagi menjadi dua bagian: 80% untuk data
training dan 20% untuk data testing. Data training
digunakan untuk melatih parameter model,
sedangkan data testing berfungsi mengevaluasi
performa model pada data baru yang tidak pernah
dilihat oleh model sebelumnya.

Model yang digunakan dalam penelitian ini
adalah Random Forest Regressor dari library scikit-
learn versi 1.6 yang secara internal menggunakan
joblib untuk komputasi paralel. Model ini dipilih
karena keunggulannya dibanding model ML lainnya
seperti yang ditunjukkan dalam penelitian
Madireddy, dkk. [1], dimana Random Forest
menghasilkan performa terbaik dibanding model-
model lain yang diteliti. Pemilihan library scikit-
learn didasarkan pada kemudahannya dalam
pengembangan model serta fleksibilitas dalam
pengaturan tingkat paralelisme melalui parameter
n_jobs. Dalam proses training ini, parameter Random
Forest Regressor yang digunakan adalah parameter
bawaan dari library scikit-learn selain parameter
n_jobs.

Proses training dilakukan secara lokal pada
laptop dengan spesifikasi prosesor 11th Gen Intel(R)
Core(TM) i7-1165G7 @ 2.80GHz, yang memiliki 4
physical core dan 4 logical core (hyper-threading). Untuk
menguji kemampuan komputasi paralel, training
dilakukan sebanyak tiga kali dengan pengaturan
berbeda:

1. Seluruh core yang tersedia (n_jobs = -1),
yang memanfaatkan semua physical core dan
logical core.

2. Hanya physical core (n_jobs = 4), tanpa
melibatkan logical core.

3. Satu core (n_jobs = 1), untuk

mensimulasikan eksekusi sekuensial tanpa
paralelisme.

Tahapan ini bertujuan untuk melatih model dan
juga mengevaluasi pengaruh tingkat paralelisme
terhadap efisiensi waktu komputasi.

Grid Search dan Cross-Validation

Grid search dilakukan untuk mengevaluasi
kemampuan komputasi paralel pada tugas yang
lebih berat dibandingkan proses training standar.
Dalam penelitian ini, grid search diterapkan bersama
dengan cross-validation, untuk membantu
mengurangi risiko overfitting.  Cross-validation
memastikan bahwa model tidak hanya belajar dari
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data training secara spesifik, tetapi juga memiliki
kemampuan generalisasi yang baik pada data baru.
Dengan membagi dataset menjadi beberapa subset
(folds), cross-validation memungkinkan model diuji
pada berbagai bagian data, sehingga menghasilkan
evaluasi yang lebih akurat terhadap performa model.
Teknik ini membantu mencegah model overfitting
dan underfitting.

Hyperparameter yang diuji dalam grid search
meliputi:

e n_estimators: jumlah total pohon dalam
ensemble Random Forest.

e max_depth: kedalaman maksimum dari
pohon dalam Random Forest.
e min_samples_split: jumlah minimum

sampel yang diperlukan untuk memisahkan
node.

Proses grid search dan cross-validation yang
dilakukan dapat dilihat pada Algoritma 1. Algoritma
dimulai dengan membangkitkan semua
kemungkinan kombinasi hyperparameter dari grid
yang telah ditentukan. Dataset kemudian dibagi ke
dalam beberapa subset menggunakan cross-validation
untuk memastikan evaluasi yang menyeluruh.
Untuk setiap kombinasi hyperparameter, model
dilatih dan dievaluasi dengan metrik R-Square. Rata-
rata skor dari setiap fold dihitung untuk menentukan
performa setiap hyperparameter. Model kemudian
dilatih  ulang pada  keseluruhan  dataset
menggunakan kombinasi hyperparameter.

Sama seperti pada proses training, grid search
dilakukan sebanyak tiga kali dengan pengaturan
paralelisme yang berbeda. Tahapan ini bertujuan
untuk mengevaluasi dampak paralelisme pada
efisiensi waktu komputasi dalam tugas yang lebih
berat seperti grid search, serta untuk mengidentifikasi
kombinasi hyperparameter yang memberikan
performa terbaik pada model Random Forest
Regressor.

Algoritma 1: Grid Search dan Cross-Validation
Input: Fitur X, Target y, Hyperparameter grid
param_grid, Model ML estimator, Jumlah cross-
validation folds

Output: Model terbaik best_model,
Hyperparameter untuk model terbaik
best_params

Inisialisasi variabel:

kombinasi_params «— kombinasi param_grid;
cv_split < bagi (X, y) sebanyak folds;

for each param in kombinasi_params

| estimator.set_param(params);

| for each (train_idx, test_idx) in cv_split;

| | fitted_model < estimator fit(X[train_idx],
yltrain_idx]);

| | r2_score « fitted_model.evaluate(X[test_idx],
yltest_idx]);

| | Simpan pasangan param dan r2_score;

NG W N -

10 | end
11 | avg_score «— rerata r2_score dari tiap param;
12 End
13 best_params < param dengan avg_score tertinggi;
14  estimator.set_param(best_params)
15  best_model «— estimator fit(X, v)
16 return best_model, best_params;
Evaluasi Model
1. R-squared Score

Nilai R-Squared (R?) berkisar antara 0 hingga 1.
Nilai R-Squared sebesar 0 berarti bahwa model tidak
dapat menjelaskan atau memprediksi hubungan
antara variabel dependen dan independen sama
sekali. Sebaliknya, nilai 1 menunjukkan bahwa
100%
tersebut. Metrik ini memiliki kelemahan karena tidak

model mampu memprediksi hubungan
memperhitungkan skala error sehingga meski nilai
R? tinggi, model bisa saja memiliki error prediksi
yang besar. Metrik ini digunakan dalam Cross
Validation karena dapat menunjukkan seberapa
stabil model dalam berbagai subset data. Selain itu,
model ini dapat diinterpretasikan dengan mudah
karena langsung menujukkan persentase variabilitas
yang dijelaskan oleh model.

Formula R-Squared membandingkan garis
regresi yang telah disesuaikan dengan model dasar.
Model dasar ini dianggap sebagai model "terburuk".
Model dasar tersebut digambarkan dengan sebuah
garis datar yang memprediksi setiap nilai y akan
menjadi nilai rata-rata y. R-Squared memeriksa
apakah garis regresi yang telah disesuaikan dapat
memprediksi nilai y lebih baik daripada model dasar
tersebut.

Bagian atas Persamaan 1 [21] adalah jumlah
kuadrat kesalahan residu (SSres) dari model regresi
kita. Jadi, jika nilai y yang sebenarnya adalah 5 tetapi
nilai prediksi yang didapat adalah 6, maka kesalahan
kuadrat residu akan menjadi 1 dan kita akan
menambahkannya ke sisa kesalahan kuadrat residu
untuk model tersebut. Bagian bawah dari rumus kita
adalah jumlah kuadrat kesalahan total (SStot). Ini
membandingkan nilai y yang sebenarnya dengan

model dasar kita, yaitu rata-rata. Jadi, kita

mengkuadratkan selisih antara semua nilai y yang

sebenarnya dan rata-rata, kemudian

menjumlahkannya.

R? = 1 — SSkes _ g _ ZiGEIE (1)
SStor Zi(yi-y)?
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2. Mean Squared Error (MSE)

Mean Squared Error (MSE) menghitung rata-rata
dari kuadrat perbedaan antara nilai prediksi dan
nilai aktual. Metrik evaluasi ini digunakan untuk
mengukur performa model regresi dalam model
machine learning karena lebih sensitif terhadap error
Nilai
menunjukkan performa yang lebih baik. Rumus
untuk MSE dapat dilihat pada Persamaan 2 [21].

1 o
MSE = ~ *, (yi — 9i)?

besar (outlier). MSE vyang makin kecil

(2)

3. Mean Absolute Error (MAE)

Metrik Mean Absolute Error (MAE) yang
digunakan untuk mengukur performa model regresi
dapat dilihat pada [21]. MAE
menghitung rata-rata nilai absolut dari selisih antara

Persamaan 3

nilai prediksi dan nilai aktual, sehingga nilai yang
semakin kecil menunjukkan evaluasi yang lebih baik.
Tidak seperti MSE, metrik ini lebih tahan terhadap
outlier.

MAE = X

n

n

i=1lyi — ¥l ©))

4. Root Mean Square Error (RMSE)

Metrik evaluasi untuk mengukur performa model
regresi, yang merupakan akar kuadrat dari Mean
Squared Error (MSE) dapat dilihat pada persaman 4
[21]. RMSE memberikan rata-rata error dalam satuan
yang sama dengan data, sehingga lebih mudah
untuk diinterpretasikan dibandingkan MSE. Namun
juga peka terhadap outlier seperti MSE.

n G-y’
=1

RMSE = 4)

Inferensi Data Terkini

Setelah proses pengembangan model selesai,
model tersebut digunakan untuk melakukan
inferensi pada data global terkini. Namun sebelum
melakukan inferensi, perlu dilakukan
penggabungan data koral (koordinat dan kedalaman
koral) dari GCBD dengan data temperatur (SST dan
SSTA) terkini dari NOAA CRW. Data koral ini perlu
diproses terlebih dahulu sebelum digabungkan.
Diasumsikan bahwa kedalaman terumbu karang
tidak berubah secara signifikan dari waktu ke waktu,
sehingga data ini tetap valid untuk digunakan.
Untuk menghindari titik inferensi yang terlalu
berdekatan, koordinat pada data koral dibulatkan,
dan duplikasi koordinat dihilangkan untuk
memastikan tidak ada titik yang diinferensi lebih
dari sekali.

Setelah data koral siap, data temperatur (SST dan
SSTA) dari NOAA CRW diambil berdasarkan setiap

koordinat dalam data koral. Kedua dataset tersebut
kemudian digabung sehingga semua fitur yang
diperlukan oleh model tersedia, termasuk koordinat,
kedalaman, suhu permukaan laut, dan anomali suhu
permukaan laut. Dataset hasil penggabungan ini
kemudian digunakan sebagai input untuk model
Random Forest yang telah dilatih, memungkinkan
model untuk memprediksi persentase bleaching
pada setiap titik koordinat berdasarkan kondisi
global terkini.

3. HASIL DAN PEMBAHASAN
Praproses Data

Dataset GCBD awalnya terdiri dari 62 kolom
dengan total 41.361 baris data. Dataset ini mencakup
observasi selama rentang tahun 1980 hingga 2020.
Setelah dilakukan evaluasi terhadap distribusi
jumlah pengamatan per tahun, ditemukan bahwa
pengamatan yang signifikan hanya terdapat pada
rentang tahun 1997 hingga 2019. Oleh karena itu,
data di luar rentang tahun tersebut dihapus untuk
memastikan distribusi data yang lebih seimbang.
Selanjutnya, dilakukan seleksi kolom yang relevan
dengan penelitian. Terakhir, data dengan nilai SSTA
negatif serta data yang tidak lengkap (missing values)
juga dihapus. Setelah melalui tahapan praproses ini,
dataset tersisa memiliki 20.973 baris data dengan 6
kolom yang relevan untuk proses lebih lanjut.

Training Model

Berdasarkan hasil yang diperoleh (lihat Gambar
2) dapat disimpulkan bahwa peningkatan jumlah
core yang digunakan secara signifikan mempercepat
waktu training, meskipun tidak bersifat linear. Hal
ini dapat dijelaskan oleh beberapa faktor. Pertama,
karena adanya overhead yang dihasilkan dari
pengelolaan tugas paralel oleh prosesor. Mekanisme
seperti pembagian tugas, sinkronisasi antar-thread,
dan komunikasi data antara core memerlukan waktu
tambahan yang membatasi efisiensi paralelisme.
Selanjutnya, penambahan logical core tidak
memberikan peningkatan kecepatan yang setara
dengan physical core. Hal ini karena logical core (hyper-
threading) hanya memanfaatkan sumber daya idle
dari physical core untuk mengeksekusi tugas
tambahan, sehingga performanya tidak setara
dengan physical core penuh. Akibatnya, meskipun
ada peningkatan efisiensi, dampaknya lebih terbatas
dibandingkan dengan menambahkan core fisik
secara langsung. Setelah proses training selesai,
evaluasi model dilakukan wuntuk mengukur
performa prediksi pada data testing. Hasil evaluasi
dapat dilihat pada Tabel 1, nilai metrik evaluasi yang
diperoleh konsisten untuk semua konfigurasi jumlah
core. Hal ini menunjukkan bahwa performa model
dalam memprediksi data testing tidak terpengaruh
oleh jumlah core yang digunakan selama proses
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training. Konsistensi ini dapat dijelaskan karena
algoritma Random Forest bersifat deterministik dalam
pembagian data dan pembentukan pohon keputusan
ketika parameter yang digunakan tetap sama.
Dengan kata lain, jumlah core hanya memengaruhi
efisiensi waktu training, tanpa memengaruhi hasil
akhir dari model yang dilatih.

Random Forest Training Time
38181

4.0

3.5 1

3.0

2.5 1

2.0 1

1.5 1
1.2333

Execution Time (seconds)

8 cores

4 cores 1 core

Core Configurations

Gambar 2. Waktu training

Tabel 1. Hasil evaluasi training

Metrik 8 core 4 core 1 core
R2 Score 0,6851 0,6851 0,6851
MSE 112,19 112,19 112,19
MAE 4,81 4,81 4,81
RMSE 10,59 10,59 10,59
Akurasi 95,19% 95,19% 95,19%

Grid Search dan Cross-Validation

Meskipun performa model sebelumnya sudah
memadai, Grid Search dan Cross Validation tetap
dilakukan untuk mendemonstrasikan implementasi
komputasi paralel pada tugas yang lebih kompleks.
Cross Validation dilakukan dengan 5 fold untuk
mengevaluasi kombinasi parameter, parameter yang
digunakan dapat dilihat pada Tabel 2. Sama halnya
dengan tahap training sebelumnya, hasil Grid Search
menunjukkan bahwa waktu komputasi sangat
dipengaruhi oleh jumlah core yang digunakan (lihat
Gambar 3). Meskipun waktu komputasi bervariasi,
kombinasi hyperparameter optimal yang diperoleh
konsisten pada semua konfigurasi yaitu max_depth
= None, min_samples_split = 2, dan n_estimators =
200. Evaluasi model menggunakan parameter
optimal dari Grid Search menghasilkan performa
yang dapat dilihat pada Tabel 3, bersama dengan
perbandingan performa model dari tahap training
sebelumnya dan penelitian terdahulu. Hasil evaluasi
menunjukkan bahwa model dari Grid Search
memiliki performa yang hampir identik dengan
model sebelumnya (tanpa Grid Search). Model yang
dikembangkan memiliki skor R-squared sebesar
0,685, yang berarti sekitar 68,5% variasi dalam data
target (persentasi pemutihan karang) dapat

dijelaskan oleh variabel input yang digunakan dalam
model ini. Nilai ini menunjukkan kemampuan model
yang cukup baik, tetapi masih terdapat faktor lain
yang tidak terakomodasi dalam model yang dapat
memengaruhi pemutihan karang. Baik model
training  sebelumnya  maupun  grid  search
menunjukkan peningkatan performa dibandingkan
penelitian terdahulu, khususnya pada skor R-
squared, yang menunjukkan model tersebut lebih
baik dalam memprediksi hubungan variabel
dependen dan independen. Meskipun untuk metrik
lainnya masih di bawah model milik Madireddy et
al. [1].

Tabel 2. Parameter grid search

No Parameter Nilai
1 n_estimator [50, 100, 200]
2 max_depth [None, 10, 20]
3 min_samples_split [2, 5, 10]
Grid Search Execution Time Comparison
328.0345
400
= 350 -
§ 300 -
T 2501
£
= 200
2 154.0288
a 150 1
E 100 106.1011
50 A
04
8 cores 4 cores 1 core
Core Configurations
Gambar 3. Waktu grid search
Tabel 3. Evaluasi Grid Search
Metrik Madireddy Patelet Training  Grid
etal. [1] al. [12] Search
R2 0,25 0,6253 0,6851 0,6856
Score
MSE 62,57 222,87 112,19 111,99
MAE - 9,68 4,81 4,81
RMSE 7,91 14,93 10,59 10,58
Akurasi 96 % 90,32% 95,19% 95.19%

Inferensi pada Data Terkini

Proses penggabungan data GCBD dengan NOAA
CRW yang telah dijelaskan pada metode penelitian
menghasilkan dataset dengan 4223 baris data, yang
siap untuk diinferensi nilai persentase bleaching
menggunakan model hasil Grid Search. Dataset
tersebut memiliki jangkauan garis lintang dari -28,66
hingga 35,74. Hasil inferensi dapat dilihat pada
Gambear 4. Selain itu, untuk mengevaluasi efisiensi
komputasi paralel pada tahap inferensi, waktu
eksekusi untuk masing-masing konfigurasi core juga
diukur. Hasil waktu inferensi berdasarkan jumlah
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core dapat dilihat pada Gambar 5. Hasil ini
menunjukkan bahwa pemrosesan paralel secara
mampu mempercepat waktu inferensi dibandingkan
pemrosesan dengan core tunggal. Namun,
penggunaan 8 core justru lebih lama dibandingkan 4
core karena ukuran dataset relatif kecil. Selain itu,
overhead pada pengelolaan thread paralel turut
membatasi peningkatan kecepatan. Hal ini cukup
wajar karena semakin banyak core yang digunakan
dalam komputasi paralel, semakin besar pula waktu
untuk sinkronisasi data dan komunikasi antar thread.
Sehingga waktu overhead akan semakin nampak jika
beban tugas semakin ringan. Variasi waktu inferensi
antar percobaan juga dapat terjadi akibat perbedaan
beban sistem dan ketersediaan sumber daya selama
proses berlangsung.

Predicted Percent Bleaching (1 December 2024)

Predicted Values

Gambar 4. Hasil Inferensi

Current Global Data Inference Time
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Gambar 5. Waktu inferensi core
4. KESIMPULAN

Penelitian ini berhasil mendemonstrasikan

implementasi komputasi paralel dalam

pengembangan model prediktif untuk estimasi
pemutihan karang berdasarkan data lingkungan.
Model Random  Forest yang  dikembangkan
menunjukkan performa yang baik, dengan nilai R-
squared sebesar 0,685 dan akurasi prediksi sebesar
95,19%. Hasil ini mengindikasikan bahwa model
mampu memprediksi persentase pemutihan karang
dengan tingkat keandalan yang tinggi, sekaligus
menunjukkan peningkatan signifikan dibandingkan
penelitian terdahulu. Selain itu, melalui penerapan
komputasi paralel pada tahap training, optimasi

hyperparameter dengan grid search, dan inferensi,
ditemukan bahwa peningkatan jumlah core dapat
mempercepat proses komputasi. Selain kontribusi
teknis, hasil penelitian ini juga memiliki dampak
praktis dalam konservasi terumbu karang. Model
yang dikembangkan dapat digunakan sebagai alat
bantu dalam monitoring dini terhadap risiko
pemutihan karang, sehingga memungkinkan
tindakan pencegahan yang lebih cepat dan tepat
sasaran.

Di samping pencapaian diatas, penelitian ini juga
memiliki beberapa keterbatasan. Meskipun model
Random Forest menunjukkan performa yang baik,
pendekatan ini masih memiliki keterbatasan dalam
menangani hubungan non-linear yang kompleks
dibandingkan model deep learning. Selain itu,
meskipun  peningkatan jumlah core dapat
mempercepat  komputasi, terdapat  overhead
paralelisme yang mengurangi efisiensi skalabilitas
khususnya pada tugas yang relatif ringan.
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