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ABSTRAK – Kemiskinan menjadi permasalahan yang serius dan cukup kompleks. Kemiskinan dipengaruhi secara 
lintas sektor dari berbagai faktor. Kemiskinan di Indonesia pada tahun 2021 mencapai angka 10,14% yang 
merupakan tertinggi disebabkan adanya pandemi coronavirus disease. Pengelompokan kemiskinan dapat dilakukan 
untuk perencanaan dan evaluasi program kemiskinan, Analisis cluster dengan metode partitioning clustering, yaitu 
k-means dan Partitioning Around Medoids (PAM), dan metode hierarchical clustering, yaitu Ward, dan Divisive 
Analysis (DIANA) dapat dimanfaatkan dalam pengelompokan provinsi di Indonesia berdasarkan enam indikator 
kemiskinan yaitu persentase penduduk miskin (P0), indeks kedalaman kemiskinan (P1), indeks keparahan kemiskinan 
(P2), Tingkat Pengangguran Terbuka (TPT), Angka Melek Huruf (AMH), dan Rata-rata Lama Sekolah (RLS). 
Berdasarkan evaluasi model, didapatkan model terbaik cluster dengan pendekatan ward dengan analisis Principal 
Component Analysis (PCA). Cluster 1 mencakup provinsi dengan tingkat pendidikan yang baik, Cluster 2 
merupakan golongan pengangguran yang tinggi, Cluster 3 golongan dengan kemiskinan yang paling rendah, 
Cluster 4 mencakup tingkat kemiskinan sedang, dan Cluster 5 dengan tingkat kemiskinan yang parah. Kontribusi 
penelitian ini membuktikan metode PCA dapat memaksimalkan performa model clustering dalam menentukan 
karakterisasi kemiskinan di Indonesia tahun 2021. Model cluster ward membentuk lima cluster yang optimal dengan 
provinsi tingkat kemiskinan sangat rendah hingga sangat tinggi.  

Kata Kunci – Analisis Cluster; Kemiskinan; PCA; Cluster Ward; Karakterisasi  

 

Clustering Ward, K-Means, DIANA, and PAM Modeling with PCA for 
Characterization of Indonesian Poverty in 2021 

ABSTRACT – Poverty is a serious and quite complex problem. Poverty is influenced across sectors by various factors. 
Poverty in Indonesia in 2021 reached 10,14%, which is the highest due to the coronavirus disease pandemic. Poverty 
grouping can be done for planning and evaluating poverty programs. Cluster analysis using partitioning clustering 
methods, such as k-means and Partitioning Around Medoids (PAM), and hierarchical clustering methods, such as 
Ward, and Division Analysis (DIANA) can be used to group provinces in Indonesia based on six poverty indicators, 
namely the percentage of poor people (P0), poverty depth index (P1), poverty severity index (P2), Open Unemployment 
Rate (TPT), Literacy Rate (AMH), and Average Years of Schooling (RLS). Based on the evaluation of the model, the 
best cluster model was obtained using the ward approach with Principal Component Analysis (PCA) analysis. Cluster 
1 contains provinces with a good level of education, Cluster 2 is a group with high unemployment, Cluster 3 is a group 
with the lowest poverty, Cluster 4 has a moderate level of poverty, and Cluster 5 has a severe level of poverty. The 
contribution of this research proves that the PCA method can maximize the performance of the clustering model in 
determining the characteristics of poverty in Indonesia in 2021. The cluster ward model forms five optimal clusters 
with provinces with very low to very high poverty rates. 

Keywords – Cluster Analysis; Poverty; PCA; Ward Clustering; Characterization  
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1. PENDAHULUAN 

Kemiskinan menjadi sebuah permasalahan cukup 
serius dari generasi ke generasi terutama pada 
negara berkembang. Kondisi kemiskinan terjadi 
Ketika pada suatu negara keadaannya berada 
dibawah standar minimum baik makanan maupun 
bukan makanan atau garis kemiskinan [1]. 
Berdasarkan buku Indikator Kesejahteraan Rakyat 
dari BPS, masalah kemiskinan menjadi persoalan 
pokok bangsa Indonesia yang menjadi prioritas 
pemerintah. Masalah ini menjadi masalah yang 
sangat kompleks sehingga pengentasan kemiskinan 
perlu dilakukan secara komprehensif dengan 
melingkupi berbagai aspek kehidupan di masyarakat 
[2]. Kondisi masyarakat disebut miskin ketika akses 
terhadap sarana dan prasana tidak memadai dan 
kualitas tempat tinggal jauh dibawah standar 
kelayakan dengan pekerjaan yang tidak menentu. 
Standar penggolongan kemiskinan didasari pada 
tingkat pendapatan seseorang untuk dapat 
memenuhi kebutuhan pokoknya [3]. Indonesia 
dengan tercakup 34 provinsi didalamnya per 2021 
memiliki jumlah penduduk miskin mencapai angka 
10,14%. Angka tersebut merupakan angka yang 
paling tinggi daripada periode 3 tahun kebelakang 
yang disebabkan adanya krisis pandemi coronavirus 
disease.  

Kemiskinan adalah masalah multidimensi yang 
dipengaruhi secara lintas sektor dan berbagai faktor 
baik tingkat pendidikan, pendapatan hingga kondisi 
lingkungan dan sosial masyarakat. Menurut World 
Bank terdapat tiga faktor yang dapat menyebabkan 
kemiskinan yaitu rendahnya aset dan pendapatan 
dalam kebutuhan dasar, ketidakmampuan dalam 
bersuara dan menunjukkan dirinya, serta rentan 
terhadap guncangan ekonomi yang digambarkan 
dalam indikator [4]. Indikator yang dapat dijadikan 
dalam mengukur tingkat kemiskinan salah satunya 
adalah Angka Melek Huruf (AMH). Semakin besar 
nilai AMH maka semakin tinggi nilai dan kualitas 
SDM yang ada di masyarakat karena dengan 
kemampuan baca tulis, masyarakat dapat memiliki 
kemampuan dan keterampilan untuk menyerap 
informasi.  Jika dilihat dari tingkat ketenagakerjaan 
dapat digunakan pendekatan Tingkat Pengangguran 
Terbuka (TPT) yang mengukur keadaan angkatan 
kerja dan tenaga kerja. Jika dilihat dari pendidikan 
sebagai tujuan dasar pembangunan, Rata-rata Lama 
Sekolah (RLS) dapat dijadikan indikasi semakin 
tingginya pendidikan formal yang diraih oleh 
masyarakat di sebuah provinsi.  

Ukuran dalam menggambarkan kemiskinan yang 
dihitung BPS didekati dengan tiga indikator. 
Indikator tersebut adalah Head Count Index (P0), 
Poverty Gap Index (P1), dan Distributionally Sensitive 
Index (P2). Nilai P0 menunjukkan semakin kecilnya 

nilai tersebut, maka akan semakin menurun jumlah 
penduduk yang berada di bawah garis kemiskinan 
atau poverty line. Nilai P1 menunjukkan semakin 
kecilnya nilai tersebut, maka secara rata-rata 
pendapatan penduduk miskin memiliki nilai yang 
semakin mendekati garis kemiskinan. Nilai P2 
menunjukkan semakin kecil angkanya, maka 
distribusi pendapatan masyarakat akan semakin 
merata. Indikator kemiskinan ini menggambarkan 
bagaimana sebaran kemiskinan di berbagai provinsi 
sehingga dapat dijadikan indikator pengelompokan 
berdasarkan jumlah persentase kemiskinan, rata-rata 
kesenjangan dan penyebaran pengeluaran.  

Analisis cluster dapat digunakan dalam 
pengelompokan objek atau data menjadi beberapa 
kelompok yang disesuaikan berdasar kemiripan 
variabel yang diamati. Pengelompokan provinsi 
berdasarkan indikator kemiskinan dapat dijadikan 
analisis untuk perencanaan dan evaluasi sasaran 
program kemiskinan pemerintah. Pemanfaatan 
algoritma clustering baik Hierarchial Agnes maupun 
Diana, k-means, dan PAM digunakan dengan 
meninjau enam indikator kemiskinan di daerah. 
Maka pada penelitian ini akan dilakukan 
perbandingan analisis menggunakan beberapa 
metode cluster dan menambahkan metode Principal 
Component Analysis (PCA) untuk karakterisasi tingkat 
kemiskinan di setiap provinsi di Indonesia dengan 
menggunakan indikator kemiskinan yang disusun 
oleh BPS. Penggunaan PCA dapat dilakukan untuk 
memilih fitur yang sekiranya relevan sehingga 
pengelompokan cluster dapat bekerja dengan baik 
pada data dengan dimensi yang rendah [5]. PCA 
dapat digunakan sebagai indeks yang mencerminkan 
status sosial ekonomi [6]. 

Penelitian yang pernah dilakukan sebelumnya 
adalah analisis menggunakan k-means pada 
karakteristik kemiskinan di Jawa Barat pada tahun 
2018 [7] serta pemodelan cluster kemiskinan di 
provinsi Indonesia pada 2019 oleh Afira [8]. 
Penelitian juga dilakukan oleh Repollo 
menggunakan k-means dalam membagi kelompok di 
negara Filipina berdasarkan kemiskinan [9]. Analisis 
cluster digunakan untuk membagi kelompok pada 
setiap negara di dunia yang termasuk kedalam 
kelompok OECD [10]. Selain itu juga terdapat 
penelitian berupa analisis cluster menggunakan 
metode hard dan soft clustering dalam 
mengelompokkan kesejahteraan kabupaten/kota di 
Jawa oleh Thamrin  [11] dan membandingkan cluster 
metode hierarchical dan partitioning  terhadap Indeks 
Pembangunan Manusia tahun 2019 oleh Sikana [12]. 
Penelitian Fauziyah dan Achmad menunjukkan 
cluster hybrid k-means dan ward memiliki hasil yang 
optimal dalam mengelompokkan kemiskinan di 
Jawa Barat [13]. Pada tahun 2021, kemiskinan 
Indonesia dapat dilihat yang paling terdampak 
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adalah provinsi Papua karena sektor utama yang 
berada di sektor pertambangan [14]. 

Berdasarkan Soemartini (2017) digunakan 
indikator mengenai angkatan kerja, pertumbuhan 
penduduk, angka harapan hidup (AHH), rata-rata 
lama sekolah (RLS) sebagai pengukur dalam 
clustering masyarakat di Jawa Barat. [15]. Astuti 
(2022) menyebutkan bahwa analisis multivariate 
melalui cluster dapat membagi distribusi pendidikan 
di daerah Sidoarjo Jawa Timur dan dapat melihat 
ketimpangannya [16]. Indikator yang digunakan 
dalam membagi cluster negara menurut 
kemakmurannya adalah kesehatan, kelayakan hidup 
dan pendidikan serta lingkungan dan manajemen 
[17]. 

Tujuan dari penelitian ini adalah 
membandingkan dan mengevaluasi model cluster 
seluruh indikator kemiskinan dengan cluster 
menggunakan pendekatan Principal Component 
Analysis (PCA), mengetahui pengelompokan tingkat 
kemiskinan tiap provinsi di Indonesia menggunakan 
metode cluster terbaik, dan mendeskripsikan 
karakterisasi provinsi miskin di Indonesia 
berdasarkan indicator kemiskinannya. Pada 
penelitian ini dilakukan komparasi beberapa metode 
clustering berupa ward, k-means, Diana, dan PAM. 
Kontribusi yang diberikan dalam penelitian ini 
adalah menentukan hasil yang optimal dalam 
pengelompokkan kemiskinan di Indonesia dengan 
membandingkan metode clustering mana yang 
terbaik dengan menggunakan pendekatan PCA. 
Metode cluster yang memberikan hasil model 
optimal dapat digunakan dalam karakterisasi 
indikator kesejahteraan masyarakat. Dengan itu, 
penggunaan metode karakterisasi yang terbaik dapat 
memberikan hasil yang sesuai dalam penentuan 
kebijakan pemerintah secara efektif.  

 

2. METODE DAN BAHAN 

Data yang digunakan dalam penelitian ini 
bersumber dari website Badan Pusat Statistik dalam 
statistik Sosial dan Kependudukan yang tercantum 
pada Tabel 1. Dalam hal ini, variabel persentase 
penduduk miskin (P0) menggambarkan penduduk 
yang mempunyai rata-rata pengeluaran dibawah 
garis kemiskinan. Variabel indeks kedalaman (P1) 
dan keparahan kemiskinan (P2) menggambarkan 
rata-rata dan sebaran pengeluaran pada penduduk 
miskin. Variabel Tingkat Pengangguran Terbuka 
(TPT) menunjukkan banyaknya pengangguran 
terhadap jumlah penduduk. Variabel Angka Melek 
Huruf (AMH) dan Rata-rata Lama Sekolah (RLS) 
menunjukkan kualitas penduduk dalam pendidikan. 
Variabel-variabel tersebut digunakan sebagai 
indikator kemiskinan di Indonesia. Data-data 
tersebut diolah menggunakan aplikasi R-Studio. 

Gambar 1 menunjukkan alur penelitian yang 
menggunakan software R-Studio dalam melakukan 
pemodelan cluster.  

 

 
 

Gambar 1. Diagram Alir Metode Penelitian 

 
Metode Cluster 

Clustering merupakan cara dalam 
mengelompokkan data menjadi beberapa cluster atau 
grup [18]. Analisis cluster menjadi salah satu metode 
yang dapat mengidentifikasi sekelompok objek 
dengan karakteristik tertentu yang serupa sehingga 
dapat dipisahkan dari objek yang termasuk cluster 
lainnya. Clustering dilakukan dengan 
mengelompokkan objek sesuai dengan kesamaan 
jaraknya (dissimilarities) [19]. Dalam hal ini, objek 
yang berada di dalam cluster yang sama memliki sifat 
yang homogen dibandingkan dengan objek yang 
berada di cluster lainnya. Adapun cluster yang 
optimal adalah cluster dengan homogenitas yang 
tinggi antar anggota di dalam cluster (within) serta 
heterogenitas yang tinggi antar cluster (between). 
Dengan didapatkan sekumpulan pola pada obyek 
dalam cluster, akan membentuk kesamaan yang 
dapat dijadikan sebagai kesimpulan terbaik [20]. 
Secara umum, metode cluster terdiri atas dua tipe 
yaitu metode hierarki dan non hirearki.  
 
Cluster Hierarki 

Metode hierarki dilakukan dengan membagi 
obyek atau data menjadi dua kelompok yang 
memiliki kesamaan yang secara berturut-turut 
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dilanjutkan kepada obyek yang memiliki kesamaan 
kedua. Klasifikasi ini akan menghhasilkan pohon 
yang menggambarkan tingkatan dari kesamaan 
obyek yang ada [21]. Gambaran klasifikasi berupa 
pohon diilustrasikan berupa diagram yang disebut 
dendogram [22]. Clustering metode hierarki terdiri 
atas dua metode yaitu agglomerative nesting (AGNES) 
dan divisive analysis (DIANA). Metode agglomerative 
mengklasifikasikan obyek dari yang paling mirip 
hingga seterusnya membentuk sebuah cluster. 
Namun metode divisive merupakan kebalikan dari 
metode agglomerative dimana obyek disusun menjadi 
sebuah cluster yang melingkupi seluruh obyek 
hingga secara berturut-turut dilakukan pemisahan 
obyek berdasarkan kesamaan.  

Terdapat beberapa metode yang digunakan 
dalam clustering agglomerative yaitu single linkage, 
complete linkage, average linkage, centroid dan Ward [18]. 
Perbedaan dari masing-masing metode tersebut 
adalah penghitungkan kesamaan (similarity) antar 
cluster.  

1. Single linkage  
Metode ini mendefinisikan kesamaan cluster 

berdasarkan jarak terdekat. Secara matematis 
perhitungan kesamaan dapat dirumuskan sesuai 
persamaan  1.  

𝑑(𝑎𝑏)𝑐 = min{𝑑𝑎𝑐, 𝑑𝑏𝑐}     (1) 
Dimana 𝑑𝑎𝑐 dan 𝑑𝑏𝑐 menunjukkan jarak terdekat 

antara cluster a dengan cluster b dan c.  
2. Complete linkage  

Metode ini menghitung kesamaan berdasarkan 
jarak maksimum antar obyek setiap cluster. Secara 
matematis jarak maksimum dapat dirumuskan 
sesuai  persamaan 2. 

𝑑(𝑎𝑏)𝑐 = max{𝑑𝑎𝑐, 𝑑𝑏𝑐}     (2) 
Persamaan (2) menunjukkan 𝑑𝑎𝑐 dan 𝑑𝑏𝑐 

merupakan jarak terjauh antar objek antara cluster a 
dengan c, serta cluster b dengan c.  

3. Average linkage  
Metode ini menentukan kesamaan berrdasarkan 

rata-rata antar seluruh individu. Perhitungan rata-
rata tersebut sesuai dengan persamaan 3. Metode ini 
sering digunakan ketika metode single dan complete 
memiliki keterbatasan dalam menghitung jarak pada 
obyek yang memiliki kedekatan [23]. 

𝑑(𝑎𝑏)𝑐 =
𝑛𝑎

𝑛𝑎+𝑛𝑏
𝑑𝑎𝑐 +

𝑛𝑏

𝑛𝑎+𝑛𝑏
𝑑𝑏𝑐   (3) 

Keterangan: 
𝑑𝑎𝑐 = jarak antar cluster a dan c 
𝑑𝑏𝑐 = jarak antar cluster b dan c 
𝑛𝑎 = jumlah obyek pada cluster a 
𝑛𝑏 = jumlah obyek pada cluster b 

4. Metode centroid  
Metode ini menghitung kesamaan didasarkan 

atas jarak obyek dengan titik pusat cluster. 
Penggunaan metode ini cukup baik dalam mengatasi 
outlier. Titik centroid yang terbentuk didapatkan 
sesuai  persamaan  4.  

 𝑥̅ =
𝑛1𝑥1̅̅̅̅ +𝑛2𝑥2̅̅̅̅

𝑛1
     (4) 

Dengan 𝑛1 dan 𝑛2 adalah jumlah obyek. 
 
5. Metode ward 

Metode ward adalah metode yang berbeda 
daripada metode sebelumnya, metode ini 
menghitung kesamaan berdasarkan jumlah kuadrat 
dalam cluster yang dijumlahkan dari seluruh 
variabel. [Metode ini merupakan metode yang efektif 
karena perhitungan jarak disesuaikan dengan nilai 
jumlah kuadrat errornya sehingga sering digunakan 
dalam menentukan metode cluster dengan metode 
lainnya [22]. Perhitungan kesamaan dijabarkan pada 
persamaan  5.  

𝑑(𝑎𝑏)𝑐 =
(𝑛𝑎+𝑛𝑏)𝑑𝑎𝑐+(𝑛𝑏+𝑛𝑐)𝑑𝑏𝑐−𝑛𝑐𝑑𝑎𝑏

𝑛𝑎+𝑛𝑏+𝑛𝑐
  (5) 

 
Cluster Non Hierarki 

Selain metode hierarki, cluster juga dapat 
diklasifikasikan berdasarkan metode partitioning, 
density-based, grid-based, dan mode-based [24]. Metode 
partitioning membentuk cluster dengan memecah 
obyek-obyek menjadi beberapa kelompok secara 
acak dengan menghitung cost dari medoid yang baru 
dengan lama [25]. Salah satu contoh metode 
partitioning adalah cluster menggunakan k-means dan 
partitioning around medoids. K-means merupakan 
metode yang mempartisi obyek ke dalam satu atau 
lebih kelompok. Metode ini dilakukan dengan 
menentukan jumlah cluster yang diinginkan dan 
selanjutnya obyek digabungkan sesuai keinginan 
jumlah cluster tersebut [26]. Metode k-means 
merupakan metode cluster sederhana dan sering 
digunakan karena mampu menangkap data yang 
cukup besar secara efektif dan efisien [27]. 
Perhitungan jarak antar setiap titik obyek dengan 
pusat cluster pada k-means dirumuskan dengan jarak 
Euclidian sesuai persamaan  8.  

Partitioning Around Medoids (PAM) merupakan 
metode cluster dengan menggunakan nilai rata-rata 
obyek dalam suatu cluster sebagai titik referensinya 
dimana obyek yang paling terkonsentrasi dalam 
cluster disebut medoid screened [28]. Metode PAM 
memiliki kelebihan dalam mengatasi outlier yang 
berbeda dengan metode k-means dan tidak 
berdasarkan urutan obyek [29]. Algoritma yang 
digunakan dalam metode PAM adalah dengan 
menghitung jarak terdekat obyek non-medoid dengan 
medoid yang baru, sehingga didapatkan hasil selisih 
simpangan yang memiliki nilai lebih dari nol antar 
medoid [30]. Persamaan total simpangan [31] dalam 
cluster PAM dirumuskan sebagai persamaan  6.  

 𝑆𝑖𝑚𝑝𝑎𝑛𝑔𝑎𝑛 (𝑆) = cost 𝑏𝑎𝑟𝑢 − 𝑐𝑜𝑠𝑡 𝑙𝑎𝑚𝑎   (6) 
 
Validasi Cluster 

Validasi cluster merupakan metode yang 
dilakukan dalam mengevaluasi model clustering 
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dengan tujuan menentukan jumlah cluster yang 
optimal [32]. Berdasarkan literatur, validasi cluster 
dapat dilakukan dengan validasi internal, validasi 
eksternal, analisis ukuran stabilitas dan validasi 
visual. Validasi internal merupakan cara validasi 
dengan menghitung indeks untuk mengukur 
kecocokan pengelompokan data berupa 
homogenitas cluster hingga struktur kedekatan data 
[33]. Sedangkan, validasi eksternal merupakan 
metode validasi dengan menggunakan informasi 
diluar model.  

Selain itu, ukuran stabilitas menjadi bagian yang 
penting dalam menentukan validitas model cluster 
[34]. Ukuran stabilitas ini menandakan jika hasil 
clustering sebuah model diterapkan pada data 
dengan distribusi yang sama, maka akan 
menghasilkan cluster yang spesifik [35]. Pada 
penelitian kali ini digunakan metode validasi internal 
dan ukuran stabilitas. Metode kombinasi ini 
dilakukan untuk menentukan model cluster yang 
menghasilkan nilai validasi yang serupa serta partisi 
yang memiliki kemiripan, ketika cluster tersebut 
diterapkan kepada kumpulan data dengan distribusi 
yang sama.  
 
TAHAPAN PENELITIAN 

Tahapan yang dilakukan dalam karakterisasi 
kemiskinan di Indonesia tahun 2021 adalah sebagai 
berikut: 

1. Menyusun subset data indikator kemiskinan  

Data disusun dari enam indikator kemiskinan 
yang diambil sebagai data sekunder dari BPS. Data 
kemudian disusun dengan mengubah menjadi 
bentuk matriks unlabeled data untuk dapat dilakukan 
standardisasi data. Data yang digunakan dalam 
penelitian ini menggunakan tipe data numerik 
karena untuk clustering tidak direkomendasikan 
menggunakan tipe kategorik.  

 
2. Melakukan normalisasi data menjadi data 

scale 

Standardisasi data dilakukan dengan tujuan 
menyamakan skala pada setiap variabel. Hal ini 
dilakukan karena dalam perhitungan jarak atau 
dissimilarity sangat sensitif dengan perbedaan skala 
antara variabel pada data. Standardisasi data 
digunakan nilai z-score menggunakan persamaan 7.  

𝑧 − 𝑠𝑐𝑜𝑟𝑒 =
𝑥−𝜇

𝜎
      (7) 

Keterangan: 
𝑥 = nilai yang diamati 
𝜇 = rata-rata 
𝜎 = standar deviasi 
 

3. Menentukan jarak dengan metode Euclidean 

Dalam penyusunan cluster perlu memperhatikan 
jarak atau dissimilarity.  Metode penghitungan yang 
digunakan pada penelitian ini adalah Euclidean 
distance [18]. Pemilihan metode ini didasarkan pada 
tujuan analisis clustering dengan menjadikan besaran 
nilai setiap variabel sebagai penjelas karakteristik 
yang membedakan tiap provinsi di Indonesia. 
Euclidean distance memiliki rumus, yaitu: 

𝑑 =  √(𝑥1 − 𝑥2)2 + (𝑦1 − 𝑦2)2   (8) 
 
Keterangan: 
d  =  jarak antar amatan 
𝑥1 = titik latitude wilayah 1 
𝑥2 = titik latitude wilayah 2  
𝑦1 = titik longitude wilayah 1 
𝑦2 = titik longitude wilayah 2  
 

4. Evaluasi cluster menggunakan metode 

terbaik : Ward, K-Means, Diana, PAM 

Evaluasi model yang dilakukan menggunakan 
ukuran validasi internal dan stabilitas. Ukuran 
internal yang digunakan berupa connectivity, 
silhouette width dan Dunn index. Dimana connectivity 
mengukur derajat koneksi dari cluster yang dilihat 
dari k-nearest neighbor. Ukuran silhouette width dan 
dunn index mengkombinasikan ukuran dari 
kepadatan dan separasi cluster. Dimana silhouette 
width adalah rata-rata dari masing-masing observasi 
yang diukur berdasarkan degree of confidence pada 
cluster. Sedangkan Dunn Index adalah rasio antara 
ukuran terkecil antar observasi yang tidak dalam 
satu cluster dengan ukuran terbesar jarak diantara 
cluster [36]. Ukuran stabilitas diukur berdasarkan 
average proportion of non-overlap (APN), average 
distance (AD), average distance between means 
(ADM), figure of merit (FOM). Nilai APN mengukur 
proporsi rata-rata jumlah observasi pada cluster yang 
saama antar data lengkap dan data yang dihilangkan 
satu variabel. Nilai AD mengukur jarak rata-rata 
provinsi di dalam cluster yang sama. ADM mengukur 
jarak rata-rata antar pusat cluster. Sedangkan, FOM 
mengukur variansi intra-cluster pada variabel yang 
dihapus. Nilai keempat kriteria tersebut ketika 
semakin kecil akan menghasilkan cluster yang 
semakin konsisten [37]. Adapun persamaan dari 
masing-masing kriteria stabilitas cluster ditunjukkan 
pada persamaan 9, 10, 11, dan 12. 

𝐴𝑃𝑁 =
1

𝑀𝑁
∑ ∑ (1 −

𝑛(𝐶𝑖,𝑙∩𝐶𝑖,0)

𝑛(𝐶𝑖,0)

𝑀
𝑙=1

𝑁
𝑖=1 )   (9) 

𝐴𝐷 =
1

𝑀𝑁
∑ ∑

1

𝑛(𝐶𝑖,0)𝑛(𝐶𝑖,𝑙)
[∑ 𝑑𝑖𝑠𝑡(𝑖, 𝑗)𝑖∈𝐶𝑖,0,𝑗∈𝐶𝑖,𝑙 ]𝑀

𝑙=1
𝑁
𝑖=1  (10) 

𝐴𝐷𝑀 =
1

𝑀𝑁
∑ ∑ 𝑑𝑖𝑠𝑡(𝑥̅𝐶𝑖,𝑙 , 𝑥̅𝐶𝑖,0)𝑀

𝑙=1
𝑁
𝑖=1   (11) 

𝐹𝑂𝑀 = √
1

𝑁
∑ ∑ 𝑑𝑖𝑠𝑡(𝑥̅𝑖,𝑙 , 𝑥̅𝐶𝑘(𝑙))𝑖∈𝐶𝑘(𝑙)

𝐾
𝑘=1   (12) 

 
Keterangan: 
𝑀 = total observasi dalam kolom 
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𝑁 = total observasi dalam baris 
𝑖 = jumlah observasi dalam cluster pada baris 
𝑙 = jumlah observasi dalam cluster pada kolom 

𝐶𝑖,0 = cluster dengan observasi i menggunakan 
clustering asli 

𝐶𝑖,𝑙 = cluster dengan observasi i menggunakan 
clustering pada data dengan kolom l dihapus 
𝑥̅𝐶𝑖,𝑙 = rata-rata observasi pada cluster yang 
mengandung observasi i pada data dengan kolom l 
dihapus 
𝑥̅𝐶𝑖,0= rata-rata observasi pada cluster yang 
mengandung observasi i 
𝑥̅𝑖,𝑙 = nilai observasi ke-i pada kolom ke-l 
𝑥̅𝐶𝑘(𝑙) = rata-rata dari cluster  𝐶𝑘(𝑙) 

 
5. Menyusun cluster dengan analisis Principal 

Component Analysis (PCA) pada masing-

masing indikator kemiskinan. 

Pada analisis cluster, jika jumlah fitur atau variabel 
yang digunakan cukup banyak, terdapat 
kemungkinan kasus The Curse of Dimensionality. 
Penggunaan banyak variabel pada model pencarian 
tetangga terdekat tidak dapat memberikan hasil yang 
terbaik. Hal ini juga akan memperburuk hasil analisis 
ketika clustering menggunakan matriks Euclidean 
yang disebabkan matriks jarak dengan dimensi yang 
tinggi tidak memiliki intuitif yang baik dibanding 2 
atau 3 dimensi karena akan meratakan distribusi di 
beberapa titik [38]. 

Dalam mengatasi masalah ini, dilakukan metode 
penurunan dimensi yang digunakan dalam metode 
clustering. Hal ini akan menurunkan noise yang tidak 
penting dalam sebuah data. Reduksi data ini dapat 
dijadikan proses dalam pre-processing dengan tujuan 
tetap mempertahankan informasi penting dalam 
menganalisis sebuah data [39]. Maka dalam 
penelitian ini, akan dilakukan perbandingan antara 
model clustering tanpa proses pre-processing atau PCA 
dan dengan menggunakan PCA. Data dengan 
analisis PCA terlebih dahulu perlu dilakukan 
standardisasi data agar meminimalisir nilai ekstrem. 
Analisis PCA dilihat dengan nilai eigen value yang 
menjelaskan banyak variasi.  

 
6. Membandingkan nilai cluster terbaik 

menggunakan PCA atau tanpa analisis PCA 

Evaluasi cluster dengan PCA atau non-PCA 
dilakukan dengan analisis average silhouette yang 
digunakan untuk mempelajari jarak pemisahan antar 
cluster. Nilai ini dilihat dari Plot silhouette yang 
menampilkan ukuran kedekatan setiap titik dalam 
cluster dengan titik cluster tetangga. Nilai koefisien 
silhouette jika mendekati nilai 1 maka menunjukkan 
bahwa sampel memiliki jarak yang jauh dari cluster 

tetangga. Sedangkan, jika mendekati 0, sampel 
berada sangat dekat dengan decision boundary antar 
dua cluster yang bertetangga. Sehingga dalam 
evaluasi perbandingan model yang dilihat adalah 
nilai yang tertinggi. 

Tabel 1. Daftar Variabel Penelitian 

Variabel Keterangan 

X1 Persentase Penduduk Miskin (P0) 

X2 Indeks Kedalaman Kemiskinan (P1) 

X3 Indeks Keparahan Kemiskinan (P2) 

X4 Tingkat Pengangguran Terbuka 
(TPT) 

X5 Angka Melek Huruf (AMH) 

X6 Rata-rata Lama Sekolah 

 
 

3. HASIL DAN PEMBAHASAN 

EVALUASI MODEL TERBAIK  
Dilihat pada Tabel 2, dengan menggunakan 

ukuran validasi berdasarkan ukuran internal cluster 
didapatkan bahwa seluruh ukuran menghasilkan 
jumlah yang beragam dari masing-masing metode. 
Pada metode ward, jumlah cluster yang digunakan 
adalah 3 atau 5. Untuk memudahkan analisis 
karakterisasi kemiskinan, digunakan jumlah pada 
ward clustering sejumlah lima cluster. Sedangkan pada 
metode K-Means sebanyak empat cluster, Diana 
sebanyak enam cluster, dan PAM sebanyak empat 
cluster. Pemilihan jumlah cluster yang lebih banyak 
disebabkan alasan penelitian untuk menemukan 
informasi lebih banyak lagi mengenai kategori 
kemiskinan yang ada di setiap provinsi di Indonesia.  
 

Tabel 2. Pemilihan Model Cluster Terbaik Berdasarkan 
Internal Measures 

Metode Internal Measures (Jumlah Cluster) 

Connectivi
ty 

Dunn Silhouette 

Ward 0,781 (3) 0,899 (3) 0,832 (5) 

K-Means 12,342 (3) 0,256 (4) 0,400 (3) 

Diana 11,737 (3) 0,357 (6) 0,322 (6) 

PAM 10,696 (3) 0,148 (3) 0,420 (4) 
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Gambar 2. Perbandingan Cluster Ward, Diana, PAM, dan K-Means

 

Tabel 3. Pemilihan Model Cluster Terbaik Berdasarkan 

Stability Measures 
Metode Stability Measures (Jumlah Cluster) 

APN AD ADM FOM 

Ward 0,094 (5) 1,682 (5) 0,643 (3) 0,739 (5) 

K-Means 0,162 (5) 1,698 (5) 0,444 (5) 0,664 (5) 

Diana 0,157 (3) 1,661 (6) 0,779 (3) 0,667 (6) 

PAM 0,329 (4) 1,803 (4) 1,021 (3) 1,545 (4) 

 
Dilihat pada Tabel 3, dengan menggunakan 

ukuran validasi berdasarkan ukuran stabilitas cluster 
didapatkan bahwa seluruh ukuran menghasilkan 
jumlah yang beragam dari masing-masing metode. 
Pada metode ward, jumlah cluster yang digunakan 
adalah 3 atau 5. Untuk memudahkan analisis 
karakterisasi kemiskinan, digunakan jumlah cluster 
pada ward clustering sejumlah lima cluster. Sedangkan 
pada metode k-means sebanyak empat cluster, Diana 
sebanyak enam cluster, dan PAM sebanyak empat 
cluster. Pemilihan jumlah cluster yang lebih banyak 
disebabkan alasan penelitian untuk menemukan 
informasi lebih banyak lagi mengenai kategori 
kemiskinan yang ada di setiap provinsi di Indonesia. 
 

 
 
 
PERBANDINGAN HASIL CLUSTER 

 
Hasil dendogram dari kedua metode pada 

Gambar 2 yaitu Ward dan Diana menunjukkan 
dendogram yang compact. Hal ini ditunjukkan 
dengan pembagian partisi yang cukup jelas sehingga 
pemotongan dendogram untuk membagi cluster 
lebih mudah. Metode Ward dan Diana sama-sama 
membentuk jumlah cluster yang optimal sebanyak 
lima cluster. Dari grafik cluster ward terdapat dua 
cluster besar yang dipecah kembali menjadi cluster 
yang lebih kecil, kemiripan antar provinsi 
berdasarkan tingkat kemiskinan terlihat. Sedangkan 
pada cluster Diana pada pembagian dua cluster 
diawal terdapat satu pohon yang membagi hanya 
menjadi 3 provinsi yaitu NTT, Papua Barat dan 
Papua. Sedangkan jika dilihat dari Gambar 2 hasil 
clustering dari metode k-means dan PAM 
menunjukkan jumlah cluster optimal yang berbeda, 
Hal ini disebabkan karena pendekatan metode PAM 
yang merupakan model robust dari k-means dan lebih 
tidak sensitif terhadap outlier.  Metode PAM 
membagi titik-titik di sekitar medoid, sedangkan k-
means menggunakan titik buatan. Sehingga pada 
cluster k-means terlihat untuk Aceh dan Maluku 
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terpisah menjadi satu cluster yang berbeda. Dari 
gambar dapat dilihat cluster yang memiliki 
pembagian terbaik adalah cluster ward dan PAM.  

 
 

Analisis PCA Pada Clustering 
Tabel 4. Analisis Komponen Utama pada Variabel 

Kemiskinan 
Important 

Components 
PC1 PC2 PC3 PC4 PC5 

Standard 
Deviasi 

1,971 1,075 0,759 0,579 0,217 

Eigenvalue 3,885 1,155 0,575 0,335 0,046 

Proporsi  
Varians 

0,647 0,193 0,096 0,056 0,008 

Proporsi  
Kumulatif 

0,647 0,840 0,936 0,992 0,999 

 
Nilai varians kumulatif dari dua komponen 

utama adalah 0,84. Tetapi, nilai ini perlu dijelaskan 
dengan menggunakan Kaiser Criterion dan Grafik 
Parallel Analysis untuk membuktikan apakah lebih 
banyak komponen utama atau tidak [40]. Jika 
dilihat dari kriteria yang ada, eigenvalues yang 
memiliki nilai lebih dari satu adalah dua faktor. 
Sehingga berdasarkan hal itu, dua kriteria 
komponen utama dapat dipilih untuk menjelaskan 
karakteristik kemiskinan di Indonesia. 
Berdasarkan analisis kontribusi variabel terhadap 
dimensi pertama, variabel yang berkontribusi 
banyak terhadap komponen utama pertama 
adalah variabel ukuran kemiskinan P0, P1, dan P2 
yang mengukur persentase kemiskinan di 
Indonesia. Sedangkan pada kontribusi variabel 
dimensi kedua, variabel yang berkontribusi adalah 
variabel indikator kemiskinan yaitu TPT dan RLS. 
Uniknya, AMH memiliki kontribusi terhadap 
dimensi kedua dengan nilai dibawah 20%. Hal ini 
sesuai fakta BPS yang menyebutkan bahwa AMH 
tidak relevan lagi dalam mengukur perhitungan  
IPM karena perubahan penyebaran data AMH di 
masing-masing provinsi di Indonesia. 

 Gambar 3. Grafik Parallel Analysis 
 

Berdasarkan grafik parallel analysis pada 
Gambar 3 ditunjukkan bahwa cukup hanya satu 
faktor yang harus dipertahankan. Hanya faktor 
pertama yang memenuhi perysaratan eigenvalues 
yang diperoleh lebih tinggi daripada eigenvalues 
dari data yang acak. Grafik tersebut menunjukkan 
hasil yang berbeda dengan Kaiser Criterion yang 
menyarankan untuk menggunakan dua faktor. 
Namun, karena nilai varians yang dapat dijelaskan 
oleh dua faktor mencapai nilai 84%, penggunaan 
dua faktor dipilih untuk mendapatkan lebih 
banyak informasi mengenai karakterisasi 
kemiskinan di Indonesia. 

 
Evaluasi Model Dengan PCA 

Berdasarkan Tabel 5 diatas, secara keseluruhan 
evaluasi model clustering menggunakan PCA 
memiliki nilai average silhouette yang lebih tinggi 
daripada solusi model tanpa PCA. Artinya, model 
clustering PCA memiliki jarak yang jauh dari cluster 
tetangganya. Hal ini menunjukkan bahwa masalah 
curse of dimensionality pada clustering dapat diatasi 
dengan menggunakan PCA. Hasil analisis PCA 
juga memberikan performa pada model clustering 
yang lebih baik dalam semua model yang 
digunakan yaitu: K-means, Agnes, Diana, dan PAM. 

Tabel 5. Evaluasi Model 

Metode Nilai Average 

Sillhouette tanpa PCA 

Nilai Average 

Sillhouette dengan 

PCA 

Ward 0,32 0,48 

K-

Means 

0,30 0,37 

Diana 0,32 0,45 

PAM 0,28 0,42 

 
Karakterisasi Model Terbaik 

Dari Tabel 6 dapat dilihat bahwa jumlah 
provinsi yang tersebar dari masing-masing cluster 
adalah sebanyak 2, 9, 9, 12, dan 2. Setiap cluster 
terkelompok secara tersebar dari berbagai provinsi 
khususnya pada cluster satu yang tidak 
berdekatan. Tetapi, terdapat cluster yang juga 
berdekatan seperti Cluster 5 hal ini menunjukkan 
tingkat kemiskinan di beberapa daerah tertentu 
yang berdekatan memiliki karakteristik yang 
hampir sama. Analisis lebih lanjut mengenai nilai 
rata-rata variabel karakteristik kemiskinan 
terlampir pada Tabel 7. 

Berdasarkan tabel rata-rata variabel 
karakteristik pada masing-masing cluster, 
ditunjukkan bahwa Cluster 5 adalah cluster dengan 
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tingkat kemiskinan yang bernilai sangat tinggi. 
Hal ini disebabkan karena nilai variabel Indeks 
Kedalaman Kemiskinan, Indeks Keparahan 
Kemiskinan dan Persentase Penduduk Miskin 

adalah yang paling tinggi daripada cluster lainnya.  
Di sisi lain, berdasarkan ketiga variabel tersebut, 
Cluster 3 adalah cluster dengan tingkat kemiskinan 
yang sangat rendah. Jika dilihat dari provinsi yang 
tercakup dalam Cluster 3 adalah didominasi 
provinsi yang berada di pulau Kalimantan dan 
sekitar pulau Nusa Tenggara termasuk Bali 
sementara cluster 5 terdiri atas provinsi Papua dan 
Papua Barat.  

Cluster 1 mempunyai karakteristik dengan 
persentase Rata-rata Lama Sekolah yang paling 
tinggi dibandingkan dengan cluster lainnya. Pada 
cluster 1 juga memiliki karakteristik angka Tingkat 
Pengangguran Terbuka dan Angka Melek Huruf 
yang lebih tinggi daripada beberapa cluster 
lainnya. Hal ini menunjukkan bahwa pada 
provinsi yang tercakup dalam cluster 1 memiliki 

kualitas Pendidikan yang baik dengan dilihat dari 
AMH dan RLS. Pendidikan yang berkualitas pada 
provinsi tersebut dapat mendukung penurunan 
tingkat kemiskinan. Tetapi, persentase 
pengangguran pada cluster ini perlu ditinjau lebih 

lanjut karena dengan angka yang cukup tinggi 
daripada cluster lainnya, dapat memicu 
peningkatan tingkat kemiskinan.  
Cluster 2 memiliki karakteristik dengan TPT dan 

AMH yang paling tinggi dibandingkan dengan 
cluster lainnya. Selain itu, nilai RLS juga tertinggi 
kedua daripada cluster lainnya. Indikasi dari 
karakteristik ini menunjukkan bahwa kualitas 
Pendidikan pada cluster 2 memiliki kriteria yang 
cukup sehingga cluster 2 tergolong dalam tingkat 
kemiskinan yang rendah. Tetapi masalah 
pengangguran akan menjadi tantangan dengan 
angka yang cukup tinggi. Diperlukan kebijakan 
pemerintah untuk dapat memberikan pelatihan 
kerja dan memperluas lapangan pekerjaan kepada 
masyarakat sehingga dapat meningkatkan tenaga 
kerja yang terampil dan mampu bersaing dengan 
lainnya. 

Cluster 3 memiliki karakteristik dengan tingkat 
kemiskinan yang sangat rendah yang dibuktikan 
dengan rata-rata cluster dengan variabel P1, P2,  

dan P0 yang sangat rendah daripada cluster 
lainnya. Pada provinsi yang termasuk dalam 
cluster ini menunjukkan bahwa rata-rata 
masyarakat telah mendapatkan pendidikan yang 
cukup dan mampu dalam membaca serta memiliki 

Tabel 6. Anggota Cluster Provinsi 

Cluster Anggota Jumlah 

1 Aceh, Maluku 2 
2 Sumatera Utara, Sumatera Barat, 

Kep. Riau, DKI Jakarta, Jawa 
Barat, Banten, Kalimantan 

Tengah, Kalimantan Timur, Sulawesi Utara 

9 

3 Riau, Jambi, Kep. Bangka Belitung, Bali, NTT, 
Kalimantan Barat, Kalimantan Selatan, Kalimantan 

Utara, Maluku Utara 

9 

4 Sumatera Selatan, Bengkulu, Lampung, Jawa Tengah, 
DI Yogyakarta, Jawa Timur, NTB, 

Sulawesi Tengah, Sulawesi Selatan, Sulawesi 
Tenggara, Gorontalo, Sulawesi Barat 

12 

5 Papua Barat, Papua 2 

 

Tabel 7. Rata-rata Variabel Karakteristik Cluster 

Cluster P1 P2 P0 TPT AMH RLS Keterangan 

1 3,22

0 

0,935 15,91

5 

6,615 98,830 9,7 Tinggi 

2 1,08

5 

0,264 6,631 7,993 99,046 9,625 Rendah 

3 0,82

8 

0,178 5,874 4,835 97,876 8,764 Sangat Rendah 

4 2,04

5 

0,514 11,77

1 

4,456 94,912 8,284 Sedang 

5 5,64

6 

1,890 23,21

3 

4,313 90,216 7,380 Sangat Tinggi 
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tingkat pengangguran yang rendah. Kebijakan 
yang perlu dilakukan pemerintah dalam 
mengawal provinsi pada cluster ini adalah dengan 
mempertahankan stabilitas perekonomian dan 
indikator sosial kependudukan untuk 
meningkatkan angka pendidikan, pendapatan dan 
persentase tenaga kerja yang ada. 

Cluster 4 memiliki karakteristik berupa angka 
pengangguran, AMH, dan RLS yang cukup 
rendah sehingga tingkat kemiskinan di cluster ini 
tergolong Sedang. Indikasi dari karakteristik ini 
adalah kualitas pendidikan di cluster ini sudah 
cukup baik. Walaupun memiliki tingkat 
pengangguran yang rendah, perlu menjadi 
perhatian penting untuk masyarakat yang 
termasuk memiliki pendapatan di bawah garis 
kemiskinan yang persentasenya cukup banyak 
dengan memperhatikan kualitas Pendidikan 
maupun pekerjaan yang ada pada cluster ini. 
Provinsi yang tercakup dalam cluster ini adalah 
provinsi yang memiliki angka pendapatan 
masyarakat yang cenderung dibawah rata-rata 
sehingga tingkat kemiskinan dapat dibilang cukup 
tinggi atau sedang.  

Cluster 5 memiliki karaketeristik dengan 
tingkat kemiskinan yang sangat tinggi. Cluster ini 
memiliki AMH dan RLS yang nilainya paling 
rendah dibandingkan cluster lainnya. Indikasi dari 
fenomena ini adalah tingginya tingkat kemiskinan 
yang disebabkan kualitas Pendidikan yang sangat 
rendah. Perlu dilakukan pemfokusan kebijakan 
pemerintah dengan meningkatkan sarana dan 
prasrana Pendidikan pada provinsi yang tercakup 
dalam cluster ini. Dengan adanya peningkatan 
tersebut akan memperbaiki SDM yang dapat lebih 
berkualitas dan meningkatkan perekonomian 
sehingga tingkat kemiskinan akan berkurang. 
Provinsi Papua Barat dan Papua perlu menjadi 

fokus pembangunan dalam kebijakan pemerintah 
selanjutnya.  

Analisis cluster dalam penelitian ini dilakukan 
menggunakan R-Studio yang tercantum pada 
Gambar 4 mengenai proses input dan read data 
dalam proses analisis data. Penelitian ini juga 
memperkuat pemanfaatan penggunaan metode 
machine learning, baik clustering maupun 
classification, bermanfaat dalam menganalisis data 
kemiskinan [41] dan pembangunan manusia [42].  

. 

4. KESIMPULAN 

Dari keseluruhan metode cluster yang 
digunakan, masing-masing memiliki evaluasi 
jumlah cluster optimal yang berbeda. Metode 
cluster terbaik dalam karakterisasi kemiskinan di 
Indonesia tahun 2021 adalah cluster ward linkage 
yang merupakan hierarchial clustering. 
Penggunaan analisis PCA dalam model clustering 
memberikan hasil yang terbaik daripada clustering 
tanpa menggunakan PCA. Hal ini menunjukkan 
pendekatan PCA dapat mengatasi reduksi dimensi 
dan noise data sehingga meningkatkan perfoma 
cluster dalam karakterisasi kemiskinan di provinsi 
Indonesia. Metode cluster ward dengan pendekatan 
PCA dapat digunakan dalam memodelkan 
karakterisasi yang optimal dalam menentukan 
kebijakan kesejahteraan masyarakat yang tepat 
sasaran.  

Berdasarkan hasil clustering, pada tahun 2021 
Provinsi Papua masih tergolong provinsi dengan 
tingkat kemiskinan yang sangat tinggi. Hal ini 
ditunjukkan dengan kualitas Pendidikan yang 
rendah (AMH dan RLS rendah). Pemerintah dapat 
mengambil langkah prioritas pada pembangunan 
sarana Pendidikan di provinsi Papua untuk 
penurunan tingkat kemiskinan. Provinsi seperti 
Jakarta, Jawa Barat dan Riau merupakan cluster 

 
Gambar 4. Analisis Cluster menggunakan R-Studio 
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dengan tingkat kemiskinan rendah, tetapi angka 
Tingkat Partisipasi Pengangguran (TPT) yang 
tinggi, sehingga pelaksanaan kebijakan berupa 
pelatihan kerja perlu dilakukan untuk menunjang 
produktivitas tenaga kerja di seluruh provinsi di 
Indonesia untuk memiliki daya saing. Sedangkan 
untuk penelitian selanjutnya dapat ditambahkan 
beberapa variabel sebagai indikator kemiskinan 
dan pengganti variabel Angka Melek huruf yang 
juga memberikan karakteristik terhadap 
kemiskinan di Indonesia.  
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